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量子計算と機械学習

　量子コンピュータとは，必ず0と1のどちらかの値をとる従来のビットとは異なり，同時に0でかつ1であるような「重ね合わせ状態」をとれる素子，量子ビットを用いる計算機である．大規模な量子コンピュータが実現すれば，従来の計算機─古典コンピュータ─では困難な計算タスクである素因数分解を高速に解いたり，あるいは組合せ最適化問題の計算量スケーリングを緩和したりできる．

　1990年代から本格的にスタートした量子アルゴリズムの研究は，最近さらに活発化している．そんな中，近年の機械学習の成功に触発されて，量子コンピュータによって機械学習を高速化するためのアルゴリズム開発も盛んになってきた．これらのアルゴリズムは量子機械学習アルゴリズムと呼ばれている．今日までにさまざまなものが提案されているが，量子機械学習アルゴリズムは主に，（1）近未来に実現されると予想されている比較的小規模な量子コンピュータの使用を念頭に置いたもの，（2） 現在すでに商用機が販売されている量子アニーリング機を用いるもの，そして（3） 数十年後に実現されると考えられている，エラー耐性のある量子コンピュータを使うもの，の3種類に大別される．

　このうち（3）に分類されるもののほとんどは，理論的な計算量スケーリングが明確に分かっており，それは従来コンピュータのアルゴリズムよりもよい．たとえば，データ数Nに対して従来型ではpoly(N)の時間がかかっていた計算を，適当な（必ずしも現実的かは明らかではない）仮定のもとで，poly(logN)時間で解くアルゴリズムなどがある．一方で，（1），（2）に分類されるアルゴリズムは，基本的にはヒューリスティックな手法であり，理論的な高速化の保証がないものがほとんどである．その代わり，近い将来に使える可能性があるという点で注目を集めている．

　本稿では，これらのアルゴリズムについてその概要を解説する．

近未来の量子機械学習アルゴリズム


近未来量子コンピュータのパワー

　近年量子計算に向けたハードウェアは目覚ましい発展を遂げている．つい一昨年には，Google の研究グループが 53個の超伝導量子ビットを備え，かつその操作の忠実度が～99%程度であるようなデバイスを作製し，「量子超越」を達成したと発表した．量子超越とは，ある特定の計算タスクについて，古典コンピュータの処理速度を量子コンピュータが上回ったということを意味する．実際，Googleの論文[1]では，53qubitの量子コンピュータを使って 200秒で実行できるタスクが，スーパーコンピュータSummit（2019年当時TOP500 1位）で1万年かかると主張されている．もちろん，その後IBMのグループから，もっと効率的な手法を使えば数日でできるだろう，と発表されるなど，本当にスーパーコンピュータに勝てているかどうかは議論が残るところであるものの，少なくともそれに迫る勢いであることは間違いない．これらのデバイスは総じて，雑音のある中規模量子デバイス（noisy intermediate-scale quantum）を縮めてNISQ（ニスク）デバイスと呼ばれている．

　たかだか 53 個の量子ビットを並べるだけで，何千，何万個ものコアを持つスーパーコンピュータに迫れるのはなぜだろうか？　これを簡単に説明しよう．

　量子コンピュータを構成する量子ビットは，必ず0と1のどちらかの値をとる古典的なビットとは異なり，同時に0でかつ1であるような「重ね合わせ状態」をとることができる．ただし，私たちが計算結果を確認しようと量子ビットを「見た」ときには，量子ビットは必ず0か1に収束する．この収束先は確率的に決まる．具体的には，重ね合わせ状態の中にある0と1はそれぞれ複素数c0，c1で表される重みを持っており，それぞれ|c0|2，|c0|2の確率で0または1に収束することになる（図1-（a））．
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図1: (a)，(b) 古典ビットと量子ビットの違いの概念図．(c) 量子回路図．各横線が1つの量子ビットを表す．論理ゲートの量子版である量子ゲートが左から順に初期化された状態|00…0〉に作用し，最終的に重ね合わせ状態Σici|i〉が生成される．




　量子ビットが1つしかなければ，c0，c1を保持しておくことによって，古典コンピュータでも簡単にその動きを模倣できる． |c0|2，|c0|2の確率で0・1をサンプルすればよいだけだ．しかし量子ビット数が増えていくと，保持しなければならない複素数の数は指数関数的に増えていく．n個の量子ビットがあれば，一般に000…0 から 111…1 まで，2n通りの状態の重ね合わせが許され，その動きを厳密に模倣するならば c0～c2n-1までの2n個の複素数を使わなくてはならないからだ（図1（b））．このために，50量子ビットあるだけで，単精度浮動小数点を使ったとしても8×250B≈8PBもの記憶容量が必要となってしまう．これがたかだか53量子ビットのデバイスでも，スーパーコンピュータを超えられるゆえんである．古典コンピュータにとって「量子コンピュータの動きを厳密に模倣しなさい」というタスクは，量子ビット数が大きくなるにつれて事実上不可能となる．このような能力を何らかの形で機械学習へと応用しようと，さまざまな研究が進められている．


NISQデバイスに向けた機械学習アルゴリズム


量子状態を特徴量空間として利用する

　量子機械学習の1つの方向性は，上記のような膨大な数の複素数を，特徴量の保存に使おうというものだ．特徴量とは，得られたデータxの「特徴」を表すために作られる量のことをいう．この概念図を図2に示した．図2の円形のデータを，赤と青の点に分類するという機械学習タスクを考えよう．データを平面（この場合は直線）で分割するのが最も簡単な分類アルゴリズムであるが，このデータはそのままではそのような線形分離は不可能である．しかし，図2の右のように，x12+x22の軸を追加すれば，この3次元空間では簡単に線形分離することが可能となる．このように，あるデータxに対して適当な変換を作用させ，高次元空間 （特徴量空間） へと移すことで，学習が簡単になることがある．


[image: (a) 特徴量の概念図．（上）円形のデータに対して <span class="equation"><math xmlns='http://www.w3.org/1998/Math/MathML' display='inline'><msubsup><mi>x</mi><mn>1</mn><mn>2</mn></msubsup><mo stretchy='false'>+</mo><msubsup><mi>x</mi><mn>2</mn><mn>2</mn></msubsup></math></span> の軸を付加することで，線形分離可能となる例．（下） データ<span class="equation"><math xmlns='http://www.w3.org/1998/Math/MathML' display='inline'><mi>x</mi></math></span>を<span class="equation"><math xmlns='http://www.w3.org/1998/Math/MathML' display='inline'><msup><mn>2</mn><mi>n</mi></msup></math></span>個の複素数を持つ量子状態<span class="equation"><math xmlns='http://www.w3.org/1998/Math/MathML' display='inline'><mo stretchy='false'>|</mo><mi>&#x3c8;</mi><mo stretchy='false'>(</mo><mi>x</mi><mo stretchy='false'>)</mo><mo stretchy='false'>&#x232a;</mo><mo stretchy='false'>=</mo><msub><mi>c</mi><mn>0</mn></msub><mo stretchy='false'>(</mo><mi>x</mi><mo stretchy='false'>)</mo><mo stretchy='false'>|</mo><mn>00</mn><mo stretchy='false'>&#x2026;</mo><mn>0</mn><mo stretchy='false'>&#x232a;</mo><mo stretchy='false'>+</mo><msub><mi>c</mi><mrow><mn>2</mn><mi>n</mi><mo stretchy='false'>-</mo><mn>1</mn></mrow></msub><mo stretchy='false'>(</mo><mi>x</mi><mo stretchy='false'>)</mo><mo stretchy='false'>|</mo><mn>11</mn><mo stretchy='false'>&#x2026;</mo><mn>1</mn><mo stretchy='false'>&#x232a;</mo></math></span>に埋め込む． (b) 量子状態に埋め込まれた特徴量を使った機械学習の一手法．]

図2: (a) 特徴量の概念図．（上）円形のデータに対して x12+x22 の軸を付加することで，線形分離可能となる例．（下） データxを2n個の複素数を持つ量子状態|ψ(x)〉=c0(x)|00…0〉+c2n-1(x)|11…1〉に埋め込む． (b) 量子状態に埋め込まれた特徴量を使った機械学習の一手法．




　そこでNISQデバイスが自然に持っている高次元空間を，この特徴量の保存に使おうというアイディアが考えられた．図2下のように，あるデータxをn量子ビットの量子状態へと，適当な量子回路V(x)を用いて埋め込む．するとxは2n次元の空間に移されるが，その空間で機械学習を行おうというのである．例として，図2（b）のような方式がある．この方式ではまず，量子回路V(x)によってデータxを量子状態|ψ(x)〉に埋め込む．その後，その状態をそのまま別の量子回路U(θ)に通し，最終的に出力として1番上の量子ビットの0・1で分類を行う．このとき，U(θ)には調節可能なパラメータθを入れておき，出力が正しい分類値を返すように，このパラメータθを最適化していく．このようにして「訓練」された量子回路は，NISQデバイスの高次元空間に保存された特徴量をうまく選び出し，分類に役立てられることが予想できる[2]．

　実際に図2のようなとても初歩的な分類問題では，このアプローチがうまくいくことは確かめられているものの，手書き文字の分類のようなタスクについてうまくいくかどうかはまだ確かめられておらず，今後の検証が望まれている．


量子状態の確率分布を利用する

　先にも述べたように，NISQデバイス上に作られた量子状態からのサンプリングを古典コンピュータで模倣することは，量子ビット数が十分大きいとき非常に困難である．逆に言えば，NISQデバイスのような量子的なハードウェアを用いない限りサンプリングが難しい確率分布が存在する．

　そこで考えられるのが，その確率分布自体を直接機械学習に使うアプローチである．最も愚直なアプローチとしては，生成モデルへの利用が挙げられる．生成モデルとは，与えられたデータセット{xi}がある確率分布p(x)から生成されたものと考え，この確率分布p(x)とよく近似する他の確率分布q(x)のことを言う．この確率分布q(x)の構成に，NISQデバイスでしか出力できない確率分布を利用してやろうというわけだ．図3にその概念図を示した．最近では，敵対的生成ネットワーク（generative adversarial network）など，もっと高度な機械学習モデルにこの考え方を応用しようという動きも出てきている．このあたりの動向は，文献[3]に詳しい．


[image: 量子回路による生成モデル構成の概念図．パラメータ付き量子回路を使って生成した確率分布 <span class="equation"><math xmlns='http://www.w3.org/1998/Math/MathML' display='inline'><mi>q</mi><mo stretchy='false'>(</mo><mi>x</mi><mo stretchy='false'>;</mo><mi>&#x3b8;</mi><mo stretchy='false'>)</mo></math></span>を，<span class="equation"><math xmlns='http://www.w3.org/1998/Math/MathML' display='inline'><mi>&#x3b8;</mi></math></span>の調整によってデータの背後にある確率分布<span class="equation"><math xmlns='http://www.w3.org/1998/Math/MathML' display='inline'><mi>p</mi><mo stretchy='false'>(</mo><mi>x</mi><mo stretchy='false'>)</mo></math></span>に近づけていく．]

図3: 量子回路による生成モデル構成の概念図．パラメータ付き量子回路を使って生成した確率分布 q(x;θ)を，θの調整によってデータの背後にある確率分布p(x)に近づけていく．




　このアプローチも先の例と同様に，実際にはまだまだ非常に初歩的なデモンストレーションにとどまっているが，活発に研究が進められており，少しずつ大規模なデモンストレーションが行われていくだろうと予想される．


量子アニーリングを用いる量子機械学習

　量子アニーラとは，ある特定の組合せ最適化問題を解くことに特化した量子デバイスのことを言う．動作方式も，図1（b）のように量子ビットを量子ゲートによって逐次的に操作していく方式とはまったく異なる．日本では，これらはアニーリング型／ゲート型量子コンピュータと呼ばれ区別されている．特化マシンであるが故，ゲート型よりも量子ビット数を増やすのが容易であり，すでに1,000量子ビットを超えるデバイスがD-wave社より発売されている．

　量子アニーリングは，「0か1のどちらかを取る変数 s0,⋯,snについて，E(s)=Σihisi+ΣijJijsisjという関数が最小値を取るようなsiの組を見つけよ」という最適化問題を解くことに特化したデバイスである．もちろんE(s)を最小化する最適解が，量子アニーラを走らせるたびに毎回得られることが理想だ．しかし実際にはそうなっておらず，近似的にp(s)=e-βE(s)/Σse-βE(s)という確率分布からビット列sがサンプリングされているとみなせるようなのだ[4]．ここでβはデバイスやその他の条件によって決まる定数である．

　最適解が得られなくなってしまうのだから，これは最適化問題を解くという観点から見ると悲しいことだ．しかし一方で，一般にe-βE(s)/Σse-βE(s)という確率分布からのサンプリングは，実は通常のコンピュータにとっては難しいタスクであることが知られている．さらに良いことに，この確率分布からのサンプリングを使えると嬉しい機械学習アルゴリズムが存在する．ボルツマンマシンと呼ばれるニューラルネットワークの一種である．この機械学習モデルは，e-βE(s)/Σse-βE(s)型の確率分布を用いて学習・推論を行うものであり，まさにこの確率分布からのサンプリングが必須となる．そこで近年，量子アニーリングの出力をボルツマンマシンと対応付け，機械学習へと応用しようという研究が行われている．この方向性では，すでに多数の量子ビットを使えるという量子アニーリングの特長を活かし，NISQデバイスよりも大規模なデータセットを使った検証が進んでいる[4]．

長期的な応用を見据えたアルゴリズム


誤り耐性量子コンピュータ

　量子ビットは外界からの影響を非常に受けやすく，放っておくとすぐに量子的な重ね合わせ状態が壊れてしまう．たとえばGoogleの量子超越実験で使われた超伝導量子ビットでは，10μs程度で重ね合わせ状態が失われてしまう．1回の量子ゲート操作にかかる時間は10ns程度なので，まともに使えるゲート数は1,000回程度である．一方で，理論的に高速化が保証された最初のアプリケーションとして期待される量子化学ですら，1010回程度の量子ゲート操作が必要と見積もられている．ハードウェアの進歩のみで，そのようなアプリケーションを実行できるようになるのは非常に難しいと考えられる．

　より現実的なアプローチは，計算中に起こったエラーを逐次検出・訂正しながら計算を進めていく方式である．量子コンピュータにおけるエラー検出・訂正技術は量子誤り訂正と呼ばれており，この技術によってエラーが抑制された量子計算を誤り耐性量子計算という．そのアイディアは古典的なビット列の誤り訂正と同様で，

1つの量子ビットの情報を，多数の量子ビットを使って冗長化しておくというものである．しかし量子誤り訂正に必要なオーバヘッドは膨大である．たとえば100量子ビット相当の誤り耐性量子計算を行うには，物理的に100万個程度の量子ビットを用意する必要があるだろうと予想されている．

　今現在の最先端ハードウェアは，Googleの研究グループが作製した50量子ビット程度のデバイスであり，誤り耐性量子計算の実現には程遠い．しかしこの誤り耐性量子計算を使えば，量子コンピュータは素因数分解や量子化学計算等の領域で古典コンピュータを超えると見積もられており，この計算能力が機械学習にも適用可能であるか研究することは長期的に意義があるだろう．以下ではこのような研究について紹介する．詳細に興味を持った読者には，文献[5]をおすすめする．


量子行列計算による機械学習

　2009年にHarrow，Hassidim，Lloydらによって，正方行列A，ベクトルbに関する線形連立方程式Av=bの解v=A-1bを，行列の次元Nについてpoly(logN)時間で求める量子アルゴリズム（HHLアルゴリズム）が提案された．現在ではより一般に，行列Aの適当な関数f(A)をベクトルbに作用させるアルゴリズムが開発されている．このような行列操作は機械学習でも頻出であり，さまざまな応用先がある．たとえば，最も単純な機械学習モデルの1つである線形回帰，また有名な分類アルゴリズムであるサポートベクタマシンなどは，（擬似）逆行列計算によって学習を行う手法だ．HHLアルゴリズムの提案以降，これらの機械学習アルゴリズムへの理論的拡張が進められてきた．これらはどれも指数的加速をうたうもの，すなわち古典コンピュータではNについて多項式時間かかっていたものを，poly(logN)の計算量オーダへと落とすという提案である．

　指数加速と聞くと大きな期待を持ってしまうが，これらのアルゴリズムが具体的な適用にはシビアな条件がつく．与えられたデータセット{xi}を，重ね合わせの形で効率的に量子コンピュータへと送ることができる，という条件だ．というのも，線形回帰やサポートベクタマシンで現れる行列の次元Nはデータの個数と等しいので，もしデータセットを量子コンピュータへと送るだけでO(N)の時間がかかってしまったら，せっかくの指数加速が打ち消されてしまう．しかも普通に考えると，N個のデータの送信にO(N)の時間が必要になるのは避けようがないように思える．

　そこで登場するのが，量子ランダムアクセスメモリ（QRAM）と呼ばれる機構である（図4）．これはランダムアクセスメモリ（RAM）の量子版で，量子的に重ね合わされたアドレスを受け取り，その重ね合わせ状態を壊すことなく，各アドレスに対応したデータを返せるようなデバイスだ．このようなデバイスがあれば，データの保存されているアドレスを重ね合わせた状態を送り，N個のデータを一度の問合せで得ることができる．データ数に関する加速を目指す量子機械学習アルゴリズムには，QRAMの使用がほぼ必須である．しかしながら，QRAMはそのアーキテクチャの理論提案こそいくらかあるものの，量子誤り訂正のようにこれなら間違いなくできる，というコンセンサスが取れた構成がいまだに得られていない．いわゆるビッグデータの機械学習を考えると，量子コンピュータでデータ数に対する加速が得られるならば非常にインパクトが大きいが，上記のような事情によってこの方向性ではいまだ理論的にも実現の目処が立っていないのが実情である．


[image: 古典／量子ランダムアクセスメモリの違い．QRAMはアドレスとして重ね合わされたビット列も受け付け，その重ね合わせを保ったままデータ保存ビットへとデータを送り込む．]

図4: 古典／量子ランダムアクセスメモリの違い．QRAMはアドレスとして重ね合わされたビット列も受け付け，その重ね合わせを保ったままデータ保存ビットへとデータを送り込む．





その他の量子機械学習手法

　データ数に関する加速を目指す場合，QRAMの問題がついてまわるが，逆に言えば，それ以外の方向での加速であればQRAMは問題とならない．そのようなものの例として，量子振幅推定と呼ばれるテクニックを基礎とする量子機械学習アルゴリズムがある．量子振幅推定は，適当な確率分布からのサンプリングが必要となるアルゴリズムの計算量オーダを広く改善できる手法である．普通，サンプリングによって何らかの量を求めるとき，その統計誤差は通常サンプル数Mに対して O(1/M)でスケールするが，この量子振幅推定アルゴリズムを使うと誤差のスケールをO(1/M)に改善できる．具体的な例としては，ベイジアンネットワークの加速などがある．


量子インスパイアアルゴリズム

　最後になったが，量子コンピュータの一応用先として研究されている量子機械学習が，実は最近古典的な機械学習アルゴリズムの高速化に寄与したことにも触れておきたい．2018年に，当時最も注目されていた量子機械学習アルゴリズムの1つが，Ewin Tang という当時18歳の学生によって「脱量子化 （dequantize）」されたのだ[6]．この量子アルゴリズムはHHLアルゴリズムの派生型を基礎として使うことで，指数的な高速化を達成すると考えられていたが，彼女によってそのような高速化が古典コンピュータのみでも可能であることが示された．その古典アルゴリズムの詳細な計算量スケーリングはかなり悪く，実用的であるかどうかは不透明なのだが，それでも指数的な高速化のインパクトは大きい．量子機械学習に限らず，今後このように量子アルゴリズムを「脱量子化」する，量子インスパイアアルゴリズムの研究が進むかもしれない．

量子機械学習の展望

　本稿では，量子計算の原理にも触れながら，近未来の，あるいは長期的な応用を目指した量子機械学習アルゴリズム研究の現状について概観した．この分野は比較的新しい研究分野であり，大きな量子コンピュータができたとき本当に役に立つのかすら不透明な状況だと言えると思う．NISQデバイス向けのアルゴリズムであれば，もう少し大きなスケールのデータセットでの検証を待つ必要があるし，長期的なアルゴリズムでデータ数に対する加速を目指すのであれば，データと量子コンピュータのインタフェースを真剣に考える必要がある．量子インスパイアアルゴリズムについても，実用性の検討が望まれる．

　幸いなことに，ここ2，3年で，量子コンピュータのアプリケーション分野の研究開発人口は急増している．量子コンピュータのソフトウェアに主眼を置いたスタートアップ／ベンチャー企業も多くなってきた．筆者も2018年からQunaSysという量子ソフトウェアスタートアップの創業にかかわっている．これらの企業から次々に量子ソフトウェアパッケージが打ち出されており，特にNISQに関しては参入障壁も低くなってきているのではないだろうか．研究開発人口がさらに増えることで，量子機械学習，ひいては量子アルゴリズム全体の研究開発がさらに加速されることを期待したい．

（2020年12月25日受付）
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