
⼤規模⾔語モデル（LLM）の学習コストの⾼さが、次世
代LLMやドメイン特化型LLMの開発における重⼤な障壁
となっている。この課題に対処するため、モデルの性能を
維持あるいは向上させつつ訓練コストを削減可能な技術へ
の関⼼が⾼まっている。[1] 本研究で取り上げるPatch-
Level Training（PLT） [1]は、LLMの事前学習において学
習コストを最⼤50%削減可能な⼿法である。
本研究では、Patch-Level Trainingが継続事前学習におい
て、コストを削減しつつ、品質の低下を招かないかどうか
を検証する。
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考察・結論
LM Headが性能劣化を引き起こす:
LM Headを使⽤しないJSTSにおいてPLTモデルは性能を
維持した。⼀⽅、LM Headを使⽤する他のベンチマーク
では性能を落とした。PLTモデルにおけるLM Headは、
次のパッチ内のK個のトークンのlogitsを上昇させるよう
に学習されているため、LM Headの重みに影響を及ぼし、
結果として性能低下を招いた可能性がある。
結論:
現時点ではPatch-Level Trainingを継続事前学習で使⽤す
べきではない

Patch-Level Trainingとは
PLTは、Kトークン単位で
構成される「パッチ」内
の全ての学習トークン𝜆を
処理し、各パッチにおい
て次のKトークンを予測す
るように学習する。その
後、残りのトークンに対
して標準的なToken-
Level Training（TLT）
を実施し、精度を維持し
つつ計算コストの削減を
実現する。 [1] 出典 : Shao et al. Patch-Level Training for Large Language Models[1]

図1: Patch-Level Trainingの流れ

図2: パッチ圧縮を適⽤した総合的なトレーニングコスト

実験
実験設定: Llama-3.2-1Bを
ベースとした2つのモデルを
200億トークンの⽇英混合テキ
ストを⽤いて継続的に事前学
習し、PLTモデルとTLTモデ
ルとした。
⽐較対象の4つのモデル: Base
モデル, PLTモデル, TLTモデ
ル, TLT-ECモデル (PLTモデ
ルと同コスト) 

図3: 実験の⼿順

モデル Perplexity 正確性 流暢性 詳細性 関連性 総合評価 JMT Bench MT Bench JSTS
Base model 11.110 1.6075 3.3725 1.8175 1.9775 1.8925 4.0952 4.4556 0.9054
PLT model 7.2890 1.6000 4.0475 2.8050 3.2100 2.9275 3.5034 1.4459 0.9204
TLT model 6.9424 2.8175 4.3600 3.0225 3.3775 3.0775 4.2253 1.9350 0.9252

TLT-EC model 7.3667 2.7754 4.1929 2.9323 3.3433 3.0125 4.0567 1.9060 0.9193
表1: 評価結果 . WikiText-JAにおけるPerplexity; llm-jp-judge内の正確性 , 流暢性 , 詳細性 , 関連性 , 総合評価  。評価にはGPT-4.1-nanoを使⽤ ; JMT BenchとMT Bench。評価にはGPT-4.1-nanoを使⽤ ; 線形層とLoRAでBert⾵のファインチューニングを施したモデルでのJSTS

結果:
Perplexity: TLT (6.9) > PLT (7.2) ≈ TLT-EC (7.3)
正確性: TLT (2.8) > TLT-EC (2.7) >>> PLT (1.6) ≈ Base 
(1.6) 
流暢性, 詳細性, 関連性: TLT > PLT ≈ TLT-EC
JMT Bench: TLT (4.2) > TLT-EC (4.0) ≈ Base (4.0) > 
PLT (3.5)
ÞPLTモデルの出⼒は流暢に⾒えるが、正確ではない
JSTS: TLT (0.92) ≈ PLT (0.92) > TLT-EC (0.91) > Base 
(0.90) 
Þ性能劣化はLM Headによって起きている？

(もしくはJSTSが英語モデルにさえも簡単すぎる？)

展望

概要
⼤規模⾔語モデル（LLM）のスケーリングやドメイン特化において、学習コストは重⼤な障壁となっている。Patch-Level Training
（PLT)は、圧縮されたパッチに対する次のKトークン予測と通常のトークン学習を組み合わせることで、事前学習のコストを削減す
る⼿法として提案されている。本研究では、この⼿法の利点が⽇本語と英語を混在させたデータでの継続的事前学習（CPT）や、そ
の後の指⽰調整済みモデル利⽤においても⼀般化できるかを検証した。その結果、データ量や計算量をそれぞれ揃えた⽐較において、
PLTは品質向上を⽰さず、むしろ⽇本語の性能を低下させた。主な原因としては、LM Headの重みの破壊が考えられる。したがって、
本研究ではCPTにおいてPLTを推奨しない。

評価指標: WikiText-JAにおけるPerplexity; llm-jp-judge[2]

内の正確性,  流暢性, 詳細性, 関連性, 総合評価; Japanese 
MT BenchおよびMT Bench; ⽇本語Semantic Textual 
Similarity[3]

• LM Headの重みの分析: 
PLTのLM Headの重みの破壊の是⾮をしらべるために
• ΔPLTとΔTLT の重みの差の⼤きさの可視化
• ΔPLTとΔTLTの間の全体の⽅向類似性の可視化
• ΔPLTとΔTLTの間のトークンごとの⽅向類似性の可視化

• Freezing Transformer学習:
Transformerの重みを固定したまま、LM Headのみを
学習させることで、モデル性能を維持しつつ学習コス
トを削減する⽅法の模索

この研究は筆者らの研究[4]を発展させたものである


