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1 はじめに
映像からの人物と物体のインタラクション検出は，監
視・防犯，人物の行動分析など多くのアプリケーション
での利用が期待されている [1, 2]．人物と物体のインタ
ラクションには様々なものがあるが，その中でも，人物
が物体を手で動かす動作は，インタラクションの中核を
担う動作であり [3]，人物と物体の接触を示す確実な手
がかりとしても有益である．
映像からのインタラクション検出のアプローチには，

1 段階目で，映像内の全ての人物と物体の抽出と対応
する組み合わせを決定し，2 段階目で，決定した組み
合わせからインタラクションの有無を求める two-stage
methodと，映像から抽出した特徴量に基づきインタラ
クションの有無を直接求める one-stage methodの 2つが
ある．two-stage method は，独立した 2 段階の処理が必
要であり，全体の性能が第 1段階の精度に制限されるた
め，one-stage methodがより効果的と考えられる [2]．

One-stage methodにおける特徴量の設計には，サンプ
ル画像から機械学習で特徴量を決定する learning-based
アプローチと，検出対象に関する事前知識に基づき決定
する handcraftedアプローチの 2つがある．learning-based
アプローチは，多様な検出対象への対応が可能になる
が，映像から得られる人物の骨格情報や動き情報など複
数の情報を利用する場合に，各々の情報を異なるスト
リームで学習し統合するフレームワーク（multi-stream
framework）が用いられており，学習のためのネットワー
クが大規模かつ複雑になることから，処理に必要なリ
ソースや処理時間が増加していた [4, 5]．これに対し，
handcraftedアプローチは，事前知識の利用が可能な特定
の動作に検出対象が限定されるものの，事前知識に基づ
き複数の情報を効果的に統合した特徴量が設計でき，単
一のストリームで学習を行うネットワークにより効率的
にインタラクションを検出できる可能性がある．
筆者らは，手が動かす物体は前腕と類似した動きを示
すという事前知識に基づき，映像中の人物の骨格情報と
動き情報を統合した特徴量を設計し，前腕と同様の動き
が手周辺に生じているかによりインタラクションの検出
を効率的に行う手法を提案している．本稿では，この提
案手法に関し，その効果を検証した結果を示す．
2 関連研究

2.1 learning-basedアプローチ
learning-based アプローチによる人物の行動認識のた
めの特徴量の決定手法を 2つ取り上げる．1つ目は，映
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像から得られる動き情報を利用する Simonyanら [6]の
手法である．この手法では，図 1のように，映像の各フ
レームの元画像とオプティカルフローをそれぞれ別の
CNNに入力して特徴を抽出し，2つのストリームから得
た出力を統合することで行動の認識を行う．2つ目は，
映像中の人物の骨格情報を利用する Haroonら [7]の手
法である．この手法では，図 2のように，映像の連続す
るフレームの元画像と人物の骨格（キーポイント）を
別々の LSTMで処理し，出力を統合することで認識を
行う．これらの手法では，多様な人物行動の認識が可能
であるが，複数の情報を異なるストリームで処理するた
め，ネットワークが大規模かつ複雑になり，学習や認識
を行う際の処理量が増加してしまう．

図 1 動き情報を利用する手法

図 2 骨格情報を利用する手法

2.2 handcraftedアプローチ
手で物体を動かす動作を検出するための特徴量
を handcrafted アプローチにより決定するものとして
Tsukamotoら [8]の手法がある．この手法では，手で物
体を動かしている場合は前腕と同様の動きが手の周辺に
生じているという事前知識に基づいて，骨格情報と動き
情報を統合した特徴量を設計し，物体領域を抽出するこ
となく，インタラクションの判定を行う．これにより，
映像から得られる情報を効率的に利用可能となる．しか
し，前腕の一部の動き（画面に対して直交する動き）が
特徴量に反映されないことや，骨格情報と動き情報を統
合した特徴量が手周辺での動きの状態の詳細を表現でき
ていないという問題がある．
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図 3 提案手法の処理概要

3 提案手法
提案手法では，Tsukamotoらの従来手法 [8]に着目し，

映像より得られる動き情報と骨格情報を統合した特徴量
から，機械学習を用いて手が物体を動かしているかを判
定する．提案手法の処理の概要を図 3に示す．まず，入
力画像から人物の骨格を抽出し，図 3 (a)のように，前
腕領域 𝐴 を設定する．前腕領域 𝐴 内の動きを評価し，
前腕が動いていると判定された場合，図 3 (b)のように，
手の周辺領域 𝑆を設定する．ここで，𝑆内に前腕と同様
の動きを示す領域が生じていれば，手が物体を動かして
いると判定する．提案手法における各処理の詳細を，従
来手法と比較しながら以下に説明する．
3.1 前腕領域 𝐴の設定
はじめに，映像中の人物の各前腕領域を設定するた
めに，入力画像から画像内の人物の骨格（キーポイン
ト）を抽出する．抽出した肘 𝑃𝐸，手首 𝑃𝑊 のキーポ
イントの位置に基づき，𝑃𝐸 − 𝑃𝑊 を前腕の先端方向に
Δ𝐿 = 𝛼 × 𝐿 延長した点を手の中心 𝑂 として設定する．
ここで，𝐿 は 𝑃𝐸 − 𝑃𝑊 の距離を表す．続いて，𝑃𝐸 − 𝑂

に沿った (𝐿 + Δ𝐿) × (𝑤 × 𝐿) の矩形領域として前腕領域
𝐴を設定する．
3.2 前腕の動きの判定
設定した各前腕領域 𝐴内のオプティカルフローの状
態から，前腕が動いているか判定を行う．
従来手法 従来手法では，𝐴内の全画素のオプティカル
フローの平均値が閾値 𝑇𝐴以上であれば前腕が動い
ていると判定する．

提案手法 提案手法では，図 4に示すように，𝐴を等間
隔にサンプリングし，各箇所のオプティカルフロー
を前腕領域の長軸・短軸方向に分解した成分で特徴
ベクトルを構成する．その特徴ベクトルを入力とし
て，機械学習により前腕の動きの有無を判定する．

3.3 周辺領域 𝑆の動きの分析
前腕が動いていると判定された場合，図 5に示すよう
に，手の中心 𝑂 を中心とした半径 𝑅 の円を手の周辺領
域 𝑆として設定する．続いて，𝑆内に手で動かしている
物体が存在するかを判定するために，前腕の動きと 𝑆内
の動きの類似性を評価する必要がある．そこで，まず，

A

図 4 前腕領域 𝐴のサンプリング例

S

A

図 5 周辺領域 𝑆のサンプリング例

前腕領域 𝐴の各画素 𝑝𝑛 = (𝑥𝑛, 𝑦𝑛) の動き 𝑣𝑎(𝑝𝑛) をモデ
ル化する．
従来手法 従来手法では，前腕が画面に対して平行に角
速度 𝜔 で回転，速度 𝑇 = (𝑡𝑥 , 𝑡𝑦) で並進すると仮定
し，𝑝𝑛 での動き 𝑣𝑎(𝑝𝑛)を式 (1)でモデル化する．

𝑣𝑎(𝑝𝑛) = (−𝜔𝑦𝑛 + 𝑡𝑥 , 𝜔𝑥𝑛 + 𝑡𝑦) (1)

提案手法 提案手法では，アフィン変換を用いて 𝑝𝑛 で
の動き 𝑣𝑎(𝑝𝑛)を式 (2)によりモデル化する．

𝑣𝑎(𝑝𝑛) = (𝑐1𝑥𝑛 + 𝑐2𝑦𝑛 + 𝑐3, 𝑐4𝑥𝑛 + 𝑐5𝑦𝑛 + 𝑐6) (2)

上記のパラメータ（従来手法では式 (1)の 𝜔, 𝑡𝑥 , 𝑡𝑦，提案
手法では式 (2)の 𝑐1, 𝑐2, . . . , 𝑐6）は，𝐴の各 𝑝𝑛 で実際に
観測されたオプティカルフロー 𝑣𝑜(𝑝𝑛) との差の二乗和
が最小になるように設定する．提案手法では，アフィン
変換により動きをモデル化しているため，従来手法とは
異なり，画面に対して平行に回転，並進する前腕の動き
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だけでなく，画面に直交する方向の動きも近似的にでは
あるが表現できるようになる．
続いて，𝑆内の各画素 𝑞𝑛で，手で動かす物体に生じる

と予想される動き 𝑣𝑒(𝑞𝑛) と実際に観測されたオプティ
カルフロー 𝑣𝑜(𝑞𝑛)との差 𝑛𝑑𝑣を式 (3)により求める．

𝑛𝑑𝑣(𝑞𝑛) =
| |𝑣𝑜(𝑞𝑛) − 𝑣𝑒(𝑞𝑛) | |

| |𝑣𝑒(𝑞𝑛) | |
(3)

物体は，手でしっかり把持されおり，手と一体となっ
て動く場合には前腕領域 𝐴 と同様の動き 𝑣𝑎(𝑞𝑛) を，
手からぶら下がった状態で動く場合には手の中心
𝑂 = (𝑥𝑂 , 𝑦𝑂) と同様の動き 𝑣𝑎(𝑥𝑂 , 𝑦𝑂) を示すと予想され
るが，実際は，二つの状態が混合した動きを示す場合
が多いと考えられる．そこで，二種類の動きの線形和
𝑣𝑒(𝑞𝑛) = 𝛼 × 𝑣𝑎(𝑞𝑛) + (1 − 𝛼) × 𝑣𝑎(𝑥𝑂 , 𝑦𝑂) で予測値を表
現し，𝑣𝑜(𝑞𝑛) との差が最小になるように重み 𝛼 を設定
する．このようにして得られた 𝑛𝑑𝑣(𝑞𝑛) の値が小さけれ
ば，𝑆 内の 𝑞𝑛 は，手で動かされた場合と同様の動きを
示しており，手で動かされる物体に対応する画素である
可能性が高いと考えられる．
手の周辺領域 𝑆内で得られた 𝑛𝑑𝑣の状態により，手が
物体を動かしているか（手で動かされた物体が 𝑆内に存
在するか）を判定する．
従来手法 従来手法では，𝑛𝑑𝑣 の値が閾値 𝑇𝑑 以下とな
る画素の総数と 𝑆 内の画素の総数の比が閾値 𝑇𝑆 以
上であれば手が物体を動かしていると判定する．

提案手法 提案手法では，図 5に示すように，𝑆内をサ
ンプリングした箇所の 𝑛𝑑𝑣 の値から特徴ベクトル
を構成し，機械学習で手が物体を動かしているかを
判定する．

提案手法では，従来手法とは異なり，𝑆内の状態をベク
トルで表現しているため，𝑛𝑑𝑣 の分布等のより詳細な状
態に基づいた判定が可能となっている．
4 評価実験
提案手法の有効性を検証するために，以下 2つの実験
を行った．
実験 1 従来手法 [8]との検出精度の比較
実験 2 学習データ数と検出精度の関係の検証

4.1 対象動画
実験には，人物行動の認識実験用に一般公開されてい
るデータセット CAD-120 [9]の全 10カテゴリーの動画
計 124本（1カテゴリーにつき被験者 4人，各被験者同
様の動作を 3回（making cerealのみ同様の動作を 4回））
を用いた．各動画（RGB映像，640×480画素，30fps）で
は，1人の人物が物体を手で動かしており，動作はカテ
ゴリー毎に異なる．
各動画の各フレームに対し，OpenPose [10] を適用し
て人体のキーポイントの検出を行い，信頼度が 0.5以上
となる肘と手首のキーポイントの位置から抽出された前
腕を実験の対象とした．抽出された各前腕について，物
体を動かしているか否かを人手でラベル付けし，検出結
果を評価する際の正解とした．実験に用いた動画，フ
レーム，抽出された前腕，物体を動かしている手の総数

表 1 実験に使用した対象動画
Category # of videos # of extracted forearms

(frames) (hands moving objects)
picking objects 12 ( 2501) 4818 ( 669)
arranging objects 12 ( 3781) 6629 ( 1413)
unstacking objects 12 ( 5586) 10986 ( 2751)
taking food 12 ( 5614) 8616 ( 2129)
stacking objects 12 ( 5813) 11472 ( 2972)
microwaving food 12 ( 6350) 9946 ( 2870)
taking medicine 12 ( 6394) 12887 ( 3461)
cleaning objects 12 ( 7406) 11539 ( 3799)
having meal 12 ( 9829) 19066 ( 4933)
making cereal 16 (11647) 22500 ( 771)
Total 124 (64921) 118459 (32708)

を表 1に示す．
4.2 評価方法
実験では，動画中で抽出された前腕を対象に，物体
を動かしている手の検出を行い，検出結果を正解と比
較することで，True Positivesの数 𝑇𝑃，False Positivesの
数 𝐹𝑃，False Negativesの数 𝐹𝑁 を求め，式 (4)∼(6)で得
られる適合率 𝑃，再現率 𝑅，F値 𝐹 により検出精度を評
価した．

𝑃 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
, (4)

𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
, (5)

𝐹 =
2 × 𝑃 × 𝑅

𝑃 + 𝑅
. (6)

4.3 実験の設定
従来手法，提案手法ともに，OpenPoseで検出された
キーポイントに基き前腕の骨格を決定し，前腕の長さ
𝐿 に対し，前腕に沿って手首から Δ𝐿 = 0.35 × 𝐿 の箇所
に手の中心 𝑂 を設定し，前腕領域 𝐴 の長さは 𝐿 + Δ𝐿，
幅は 0.25 × 𝐿，手の周辺領域 𝑆 は 𝑂 を中心とした半径
𝑅 = 1.10 × 𝐿の円とした．
従来手法では，前腕の動きの判定と手と物体のインタ
ラクションの判定を閾値処理により行う．各閾値は予備
実験により，𝑇𝐴 = 0.02，𝑇𝑑 = 0.55，𝑇𝑆 = 0.15として設定
した．
提案手法は，前腕が動いているかの判定のため，𝐴を

5 × 3箇所等間隔にサンプリングし，各箇所で観測され
たオプティカルフローの成分で構成される 5 × 3 × 2次
元の特徴ベクトル 𝑉𝐴に基づき，SVM [11]により行う．
手が物体を動かしているかの判定は，𝑆を円周方向に 36
箇所，半径方向に 10箇所等間隔にサンプリングし，各
箇所で得られた 𝑛𝑑𝑣 の値で構成される 36 × 10次元の特
徴ベクトル 𝑉𝑆に基づき SVMにより行う．
4.4 実験 1従来手法との検出精度の比較
実験 1では，データセットの多様な動作に対して提案
手法の特徴量の有効性を確認するため，従来手法との検
出精度の比較を行った．
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表 2 従来手法との検出精度の比較結果
Category Method w. affine t. w. SVM 𝑇𝑃 𝐹𝑃 𝐹𝑁 𝑃 𝑅 𝐹

picking objects proposed ⃝ ⃝ 591 828 78 0.42 0.88 0.57
× ⃝ 599 930 70 0.39 0.90 0.55
⃝ × 461 570 208 0.45 0.69 0.54

existing × × 425 543 244 0.44 0.64 0.52
arranging objects proposed ⃝ ⃝ 1183 581 230 0.67 0.84 0.74

× ⃝ 1107 672 306 0.62 0.78 0.69
⃝ × 1056 487 357 0.68 0.75 0.71

existing × × 963 398 450 0.71 0.68 0.69
unstacking objects proposed ⃝ ⃝ 2225 383 526 0.85 0.81 0.83

× ⃝ 1982 518 769 0.79 0.72 0.75
⃝ × 1579 950 1172 0.62 0.57 0.60

existing × × 1195 829 1556 0.59 0.43 0.50
taking food proposed ⃝ ⃝ 835 208 1294 0.80 0.39 0.53

× ⃝ 711 276 1418 0.72 0.33 0.46
⃝ × 1302 461 1827 0.40 0.14 0.21

existing × × 229 404 1900 0.36 0.11 0.17
stacking objects proposed ⃝ ⃝ 2512 488 460 0.84 0.85 0.84

× ⃝ 2235 619 737 0.78 0.75 0.77
⃝ × 1891 1033 1081 0.65 0.64 0.64

existing × × 1538 923 1434 0.62 0.52 0.57
microwaving food proposed ⃝ ⃝ 1609 329 1261 0.83 0.56 0.67

× ⃝ 1399 490 1471 0.74 0.49 0.59
⃝ × 1111 732 1759 0.60 0.39 0.47

existing × × 845 611 2025 0.58 0.29 0.39
taking medicine proposed ⃝ ⃝ 1923 626 1538 0.75 0.56 0.64

× ⃝ 1742 840 1719 0.67 0.50 0.58
⃝ × 1561 785 1900 0.67 0.45 0.54

existing × × 1252 659 2209 0.66 0.36 0.47
cleaning objects proposed ⃝ ⃝ 1506 271 2293 0.85 0.40 0.54

× ⃝ 1266 330 2533 0.79 0.33 0.47
⃝ × 588 446 3211 0.57 0.15 0.24

existing × × 410 345 3389 0.54 0.11 0.18
having meal proposed ⃝ ⃝ 3408 386 1525 0.90 0.69 0.78

× ⃝ 3629 438 1304 0.89 0.74 0.81
⃝ × 2608 447 2325 0.85 0.53 0.65

existing × × 2618 358 2315 0.88 0.53 0.66
making cereal proposed ⃝ ⃝ 5265 1537 2446 0.77 0.68 0.73

× ⃝ 5015 1762 2696 0.74 0.65 0.69
⃝ × 4542 1833 3169 0.71 0.59 0.64

existing × × 4035 1716 3676 0.7 0.52 0.60
Total proposed ⃝ ⃝ 21057 5637 11651 0.79 0.64 0.71

× ⃝ 19685 6875 13023 0.74 0.60 0.66
⃝ × 15699 7744 17009 0.67 0.48 0.56

existing × × 13510 6786 19198 0.67 0.41 0.51

4.4.1 実験方法
提案手法については，前腕の動きを，従来手法と同
様，並進・回転のみで表現する場合と，前腕が動いてい
るかの判定，手が物体を動かしているかの判定を，従
来手法と同様，閾値処理で行う場合についても実験を
行った．
提案手法の SVM の学習は対象とする動画毎に，対
象以外の 123 本の動画から得られた 𝑉𝐴,𝑉𝑆 を用いて
行った．
4.4.2 実験結果
従来手法との検出精度の比較の結果を表 2に示す．ま
た，提案手法による検出結果の例を図 6に示す．

Totalの検出結果では，アフィン変換を用いることで，
𝐹𝑃も増加するが，𝑇𝑃がより大きく増加している．これ
は，オプティカルフローの推定誤差等も前腕の動きとし
て過度に近似される場合があり 𝐹𝑃 が増加するものの，
画面に直交する前腕の動きがより良く表現された効果の
方が高く 𝑇𝑃の増加が大きくなったものと考えられる．

一方，SVMによる判定を行うことで，𝐹𝑃がわずかに
増加したものの，𝑇𝑃 が大きく増加している．これは，
前腕領域や周辺領域での動きの状態の詳細が判定に利用
されたことと，SVMによる機械学習で判定を行ったこ
との効果であると考えられる．
カテゴリーごとの検出結果では，提案手法，従来手法
ともに，taking foodと cleaning objectsでは，𝑅が低いた
め 𝐹が低くなっている．これらのカテゴリーでは，前腕
の動きが小さい場合や遅い場合が多く，前腕が動いてい
ないと判定されてしまうため，インタラクションの検出
ができなかったためと考えられる．また，picking objects
では，𝐹𝑃 が多く 𝑃 が低いため，𝐹 も低くなっている．
picking objectsは，他カテゴリーと比べて，フレーム数
が少なくなっており，SVMを学習する際に，カテゴリー
間でデータ数に大きな偏りが生じ，検出結果に影響を与
えた可能性がある．そこで，実験 2では，学習に用いる
データの数をカテゴリー間で揃えた場合の検出精度を検
証した．
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picking objects

frame 70 frame 110 frame 150 frame 190 frame 230
arranging objects

frame 90 frame 120 frame 150 frame 180 frame 210
unstacking objects

frame 290 frame 310 frame 330 frame 350 frame 370
taking food

frame 200 frame 230 frame 260 frame 290 frame 320
stacking objects

frame 230 frame 260 frame 290 frame 320 frame 350
microwaving food

frame 200 frame 250 frame 300 frame 350 frame 400
taking medicine

frame 250 frame 300 frame 350 frame 400 frame 450
cleaning objects

frame 100 frame 150 frame 200 frame 250 frame 300
having meal

frame 360 frame 390 frame 420 frame 450 frame 480
making cereal

frame 120 frame 150 frame 180 frame 210 frame 240

図 6 提案手法による検出結果の例（赤の矩形 True Positive，青の矩形 False Negative，緑の矩形 False Positive）
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4.5 実験 2学習データ数と検出精度の関係の検証
実験 2 では，実験 1 の結果に基づき，学習に用いる
データの数が提案手法の検出精度へ及ぼす影響について
検証した．
4.5.1 実験方法
実験 2では，データセットを被験者ごとに 4つのグ
ループに分割し，各グループを検出対象とする際に，他
3グループのデータをを SVMの学習用に用いた．また，
カテゴリー間での学習データ数を揃えるために，動画の
フレームをサンプリングし，学習用の特徴ベクトルと正
解ラベルを選択した．今回は，1カテゴリー当り 850フ
レーム，1700フレームとなるようサンプリングした場
合について実験を行った．
4.5.2 実験結果
実験結果を表 3（1 カテゴリー当り 850 フレーム），

表 4（1カテゴリー当り 1700フレーム）に示す．
表 2の結果と比較して，全体的な傾向としては，学習
データの総数が少なくなると，𝑇𝑃 だけでなく 𝐹𝑃 も減
少するため 𝑃の変化は小さいものの，𝑇𝑃の減少がより
大きく，その結果，𝑅 が大きく低下し 𝐹 も低下してい
る．また，1カテゴリー当り 850フレーム分のデータで
学習した場合と 1700フレーム分のデータで学習した場
合では，𝑃, 𝑅, 𝐹 に大きな違いは生じなかった．
また，カテゴリー間の学習データ数を揃えても，

picking objectsに対する 𝑃, 𝐹 は低くなっており，モデル
化した前腕の動きでは対応できない動きが検出対象であ
る動作に含まれている可能性がある．その原因について
は，今後さらに検証を行う必要がある．
5 おわりに
本稿では，人物が手で物体を動かす動作に着目し，映
像中の人物の骨格情報と動き情報を統合した特徴量から
機械学習を用いて動作の検出を行う手法を提案した．実
験では多様な動作に対して，従来手法と提案手法での検
出精度の比較を行い，提案手法の特徴量の有効性を示し
た．またカテゴリー間での学習データ数を揃えること
で，学習データ数と検出精度の関係を検証した．
今後は，SVM以外の機械学習手法での判定方法の検
討や，映像中に多数の人物や物体が存在する場合やより
複雑な動作で物体を動かす場合などの多様な状況を対象
とした実験を行う予定である．また複数の情報を各々別
のストリームで処理し，インタラクションの検出を行う
multi-stream frameworkに基づく手法との，検出精度，学
習効率，計算コストなどの比較検証を行う予定である．
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