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1 はじめに
領域分割（Semantic Segmentation）は画像をピクセ

ルレベルでクラス分類する課題である．しかし，教師あ
り領域分割モデルの学習には，ピクセルレベルのクラス
ラベルが膨大に必要であり，アノテーションコストが
高い．この課題に対処するために，弱教師あり領域分
割（Weakly-Supervised Semantic Segmentation:WSSS）
が提案された．WSSS では，ピクセルレベルのクラスラ
ベルに比べ，アノテーションコストの低いラベルを用い
ることで，アノテーションコストを削減する試みがなさ
れている．本論文では，WSSS が用いるアノテーション
のなかで最も低コストの画像レベルのクラスラベルを用
いる WSSS に焦点を当てる．画像レベルのクラスラベ
ルを用いる WSSS の一般的な手法は，画像レベルのク
ラスラベルを用いて学習した分類モデルから，クラス
活性化マップ（Class ActivationMap:CAM）を作成し，
前景領域を推定する．次に CAM から作成された疑似
ラベルを訓練データとして，領域分割モデルを学習す
る．しかし，既存手法は CAM から疑似ラベルを作成
する過程において，背景領域を定めるために，背景閾
値（BackgroundThreshold）を用いる．最適な背景閾値
はピクセルレベルのクラスラベルから求められるが，
WSSS においては，ピクセルレベルのクラスラベルは使
用できない．本論文では，新たに背景領域を活性化する
Activation Map（背景 Activation Map）を作成すること
で，背景閾値を定めることなく，疑似ラベルを作成す
る手法を提案する．まず，前景領域を活性化する CAM
（前景 CAM）から背景領域を活性化した CAM（背景
CAM）を作成する．次に，前景 CAM と背景 CAM か
ら疑似ラベルを作成する．作成した疑似ラベルを用い
て，Activation Map の前景領域と背景領域がギャップ
を持つように学習する．Activation Map の前景領域と
背景領域にギャップを持たせる方法は，AMN[1] の背
景領域を活性化する特徴から着想を得た．疑似ラベル
をピクセルレベルの監視として，前景領域を活性化す
る ActivationMap（前景 ActivationMap）に対して，前
景領域は 1，背景領域は 0 となるように学習する．こ
のとき，背景 Activation Map は背景領域が 1，前景領
域が 0 となるように学習する．この手法により，背景
ActivationMapが得られ，背景閾値を用いることなく，
疑似ラベルを作成することができる．また，本手法は
AMN とは異なる．AMN は，背景閾値を用いて作成さ
れる疑似ラベルをピクセルレベルの訓練データとする．
また，予め作成された疑似ラベルを用いて学習を行う．
本手法は，疑似ラベルの作成を学習プロセスの中で行う
ことにより，疑似ラベルの性能を高めながら学習するこ
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とができる．しかし，単一のネットワークで学習プロセ
ス中に作成された疑似ラベルを監視として Activation
Map を学習すると学習の初期段階では，精度が向上す
るが学習が進むにつれて CAM の前景領域が拡大し，疑
似ラベルの性能の劣化を引き起こす．これは，[2] で指
摘される CAM の確証バイアスのためであると考えられ
る．そこで，提案手法（図 1）では，学習の初期段階で
は 2 つのネットワーク間で重みを共有（Share）する．
その後，学習を安定的に行うために，疑似ラベルを作成
するネットワークの重みを指数移動平均 [3]（EMA）で
更新する．本手法は，ピクセルレベルのクラスラベルが
利用できず，背景閾値のチューニングができないと想定
される問題に WSSS の手法を応用する上で特に重要で
ある．
2 関連研究
2.1 Weakly-supervised semantic segmentation
Multi-stage WSSS は一般的に 3 段階のプロセスから

構成される．まず，画像分類モデルを画像レベルのクラ
スラベルで学習し，CAMを作成する．次に，CAMを改
良した後，疑似ラベルを作成する．最後に，作成された
疑似ラベルを用いて領域分割モデルを学習する．WSSS
における領域分割モデルの精度は疑似ラベルの精度に依
存する．そのため，CAM の作成に関する研究は高性能
な疑似ラベルのための重要な取り組みとなっている．し
かし，CNN（Convolutional Neural Network）に基づく
CAM はオブジェクトの局所領域を活性化する問題点が
ある．この問題のために，CAM の品質を向上させる手
法が提案されている [1][4]．AMN[1] は，疑似ラベルを
用いて Activation Map の前景領域の不均衡を軽減させ
る．また，ActivationMapの前景領域と背景領域の間で
ギャップをもつように学習することで，背景閾値をロバ
スト化する．近年は，画像認識タスクにおいてブレイク
スルーを起こした ViT（Vision Transformer）は WSSS
にも応用されている．TransCAM[5] は，Conformer[6]
をバックボーンネットワークとしてWSSSタスクに応用
した先駆的な研究であり，CNN から得られる CAM の
局所活性化する問題を ViT から得られる attention map
で軽減する．優れた手法が提案されたにもかかわらず，
これらの手法は依然として，CAM から疑似ラベルを作
成する過程において，背景閾値を必要とする．本手法
は，背景閾値を用いることなく疑似ラベルを作成する．
3 事前準備
3.1 Backbone Network
本手法は Conformer[6] をバックボーンネットワーク

としている．Conformer は CNN-block と Transformer-
block で構成される，ハイブリッドな構造のネット
ワークである．Conformerは FCU[6]（FeatureCoupling
Unit）により，CNN-blockが学習する局所的な特徴量と
Transformer-blockが学習する大域的特徴量を結合する．
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図 1: 提案手法の概要．

3.2 Class Activation Map
CAM の作成においては，Conformer をバックボー

ンネットワークとして WSSS に応用した TransCAM[5]
を用いる．CNN-block の出力（特徴マップ）を 𝑓 ∈
ℝ𝑓𝑐×𝑓ℎ×𝑓𝑤．最終層の特徴マップに対応する重みを
𝑤 ∈ ℝ𝑓𝑐．CAMを𝑀 ∈ ℝ𝑆×𝑓ℎ×𝑓𝑤とする．𝑓𝑐，𝑓ℎ，
𝑓𝑤 は特徴マップのチャネル数，高さ，幅を表す．𝑆 は
クラス数を表す．このとき，𝑠 番目のクラスに対応する
CAM（𝑀𝑠 ∈ ℝ𝑓ℎ×𝑓𝑤）は以下の式で定式化できる．𝑠は
特定のクラスを表す．

𝑀𝑠 = 𝑤⊤𝑓, (1)

3.3 attention mapによる CAMの強化
TransCAM[5] は，CNN に基づく CAM を ViT から

得られる attention mapで強化する．Transformer-block
から得られる attention weight を 𝐴𝑏,ℎ ∈ ℝ(1+𝑁)×(1+𝑁)

とする．𝐴𝑏,ℎは以下の式で計算される．

𝐴𝑏,ℎ = softmax(𝑄
𝑏,ℎ𝐾𝑏,ℎ⊤

√𝐷/𝐻
), (2)

𝑏，ℎ，1 は特定の block，特定のヘッド，class token
を表す．𝑄𝑏,ℎ，𝐾𝑏,ℎ は 𝑏 番目の Transformer-block で
得られるクエリ（Query），キー（Key）を表す．𝑁 は
patch token のサイズを表す．𝐷 は token の埋め込み次
元（embedding dimensions）を表す．𝐻 はヘッド数を
表す．attention weightの 𝐴𝑏,ℎ を各 blockごとのヘッド
方向に平均化したものを ̄𝐴𝑏 ∈ ℝ(1+𝑁)×(1+𝑁)とする．各
blockの ̄𝐴𝑏を合計したものを𝐴 ∈ ℝ(1+𝑁)×(1+𝑁)とする．
̄𝐴𝑏及び，𝐴は以下の式で計算される．

̄𝐴𝑏 = 1
𝐻 ∑

ℎ
(𝐴𝑏,ℎ), (3)

𝐴 = ∑
𝑏
( ̄𝐴𝑏), (4)

𝐴 ∈ ℝ(1+𝑁)×(1+𝑁) において，class token に関連する
attention weight を削除したものを 𝐴∗ ∈ ℝ𝑁×𝑁 とす

る．𝑠番目のクラスに対応する CAM 𝑀𝑠 ∈ ℝ√𝑁×√𝑁を
𝑀𝑠 ∈ ℝ𝑁×1に変形する．attention map 𝐴∗ ∈ ℝ𝑁×𝑁に
より強化された CAM 𝑀𝑠

∗ ∈ ℝ√𝑁×√𝑁 は以下の式で計
算される．

𝑀𝑠
∗ = 𝐴∗ ⋅ 𝑀𝑠, (5)

このとき，𝑀𝑠
∗ ∈ ℝ𝑁×1であり，𝑀𝑠

∗ ∈ ℝ√𝑁×√𝑁に変形
する．
4 提案手法
提案手法の概要を図 1 に示す．本手法は 2 つの

Conformer による Dual 構造のネットワークである．ま
ず，Target Model で疑似ラベル 𝑝𝑡 を作成する．このと
き，背景閾値は使用しない．Target Modelの前景 CAM
𝑀𝑓𝑔∗

2から作成された背景 CAM𝑀𝑏𝑔∗
2を背景閾値の代

わりに用いる．次に，作成された疑似ラベルを監視とし
て，Online Modelから作成される Activation Map 𝐴𝑀1
の前景領域と背景領域にギャップをもたせるように学習
する．疑似ラベル 𝑝𝑡 は，学習プロセスの中で作成され
る．Online Modelの重みを Share，または，EMAによ
り Target Model の重みを更新する．推論における疑似
ラベル 𝑝𝑖 は Target Modelから作成し，背景 Activation
Map 𝐴𝑀2 を背景閾値の代わりに用いる．まとめると，
提案手法は学習時における疑似ラベル作成，Activation
Map の作成，モデルの学習，推論時における疑似ラベ
ルの作成から構成される．
4.1 学習時における疑似ラベル
Target Modelから前景 CAM 𝑀𝑓𝑔

2 ∈ ℝ(𝑆−1)×√𝑁×√𝑁，
attention map 𝐴∗2 ∈ ℝ𝑁×𝑁を得る．𝑆 − 1は，前景のク
ラス数を示す．𝑀𝑓𝑔

2 と 𝐴∗2 から得られる前景 CAM を
𝑀𝑓𝑔∗

2 ∈ ℝ(𝑆−1)×√𝑁×√𝑁とする．このとき，特定のクラ
ス 𝑠の CAMを𝑀𝑠

𝑓𝑔∗
2 ∈ ℝ√𝑁×√𝑁とする．次に，前景

CAM から背景 CAM（𝑀𝑏𝑔∗
2 ∈ ℝ1×√𝑁×√𝑁）を作成す

る．𝑀𝑏𝑔∗
2は以下の式で計算される．

𝑀𝑏𝑔∗
2 = 1 − max

1≤𝑠≤𝑆−1
𝑀𝑠

𝑓𝑔∗
2, (6)
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𝑀𝑏𝑔∗
2 と 𝑀𝑓𝑔∗

2 を結合 (𝑀𝑏𝑔∗
2 ∪ 𝑀𝑓𝑔∗

2) したものを
𝑀∗ ∈ ℝ𝑆×√𝑁×√𝑁とする．疑似ラベル 𝑝𝑡は，前景 CAM
と背景 CAM から作成される．𝑀∗ の各ピクセルにおい
て，𝑠 方向で最大値をとるピクセルのクラス 𝑠 を疑似ラ
ベル 𝑝𝑡 ∈ ℝ√𝑁×√𝑁とする．よって，学習時における疑
似ラベルは，背景閾値を定めることなく作成することが
できる．
4.2 Activation Mapの作成
Online Model における CNN-block の出力を 𝑓 ∈

ℝ𝑆×√𝑁×√𝑁 とする．𝑓の作成には，AMN[1]で提案され
た label conditioningを用いている．𝑓と Online Model
の attention map 𝐴∗1 から得られるたものを Activation
Map 𝐴𝑀1 ∈ ℝ𝑆×√𝑁×√𝑁とする．
4.3 モデルの学習
本手法の学習には，画像分類のための損失関数𝐿𝑐𝑙𝑠と

ピクセルレベルの分類のための損失関数 𝐿𝑝𝑐𝑙 を用いる．
𝐿𝑐𝑙𝑠は以下の式で得られる．

𝐿𝑐𝑙𝑠 = − 1
𝑆 − 1

𝑆−1
∑
𝑠=1

[𝑦𝑠 ln(
1

1 + exp(−𝑧𝑠)
)

+(1 − 𝑦𝑠) ln(
exp(−𝑧𝑠)

1 + exp(−𝑧𝑠)
)], (7)

このとき，𝑦𝑠 ∈ {0, 1}は 𝑠クラスに対する真値，𝑧𝑠 ∈ ℝ
はOnlineModelの 𝑠クラスの分類予測値である．𝑧𝑠は，
𝑀𝑓𝑔

1 ∈ ℝ𝑆−1×√𝑁×√𝑁に Global Average Poolingを適用
した値 𝑧𝑐𝑛𝑛と，class tokenに線形層を適用した値 𝑧𝑡𝑟𝑎𝑛𝑠
を足し合わせたものである．𝐿𝑝𝑐𝑙 は，[7] で提案された
損失関数であり，AMN[1]で採用されたものを用いる．
𝐿𝑝𝑐𝑙 には，Activation Map 𝐴𝑀1，疑似ラベル 𝑝𝑡 が入力
される 𝐿𝑝𝑐𝑙(𝐴𝑀1, 𝑝𝑡)．以下の 𝐿 を損失として学習する．

𝐿 = 𝐿𝑐𝑙𝑠 + 𝐿𝑝𝑐𝑙, (8)

損失 𝐿 は，Online Model の学習に用いられる．Target
Modelの重みの更新は Online Modelの重みの Shareに
より行われる．しかし，重みを Share する場合，CAM
の確証バイアス [2] のため，前景 CAM の活性化領域
が拡大する問題がある．活性化領域の拡大は疑似ラベ
ルの品質の劣化させる．そこで，学習の初期段階では
重みを Share する．その後，学習を安定化させるため
に Online Model の重みに対して EMA を用いることで
Target Model の重みを更新する．Online Model の重み
を 𝑤，Target Model の重みを 𝜃 とする．Share では，
𝜃 ← 𝑤のように更新される．EMAでは，次のように更
新される．

𝜃 ← 𝜆𝜃 + (1 − 𝜆)𝑤, (9)

𝜆は，cosine scheduleに従う数値である．
4.4 推論時における疑似ラベル
推論時における疑似ラベルの背景領域は，Target

Modelの背景 Activation Map 𝐴𝑀𝑏𝑔
2 ∈ ℝ1×√𝑁×√𝑁を用

いる．前景領域は前景 CAM 𝑀𝑓𝑔∗
2 ∈ ℝ(𝑆−1)×√𝑁×√𝑁

を用いる．𝑀𝑓𝑔∗
2 と 𝐴𝑀𝑏𝑔∗

2 を結合したものを，
𝑀∗

𝑠𝑒𝑒𝑑 ∈ ℝ𝑆×√𝑁×√𝑁 とする．学習時に作成する疑似
ラベルと同様に 𝑀∗

𝑠𝑒𝑒𝑑 の各ピクセルにおいて，𝑠 方
向で最大値をとるピクセルのクラス 𝑠 を疑似ラベル
𝑝𝑖 ∈ ℝ√𝑁×√𝑁 とする．よって，推論時における疑似ラ

表 1: 初期疑似ラベルと後処理後の疑似ラベル及び，領
域分割結果のmIoUに基づく比較．

Method Post. Seed Mask val test
TransCAM[5] JVCIR23 PSA[4] + CRF[8] 64.9 70.2 69.3 69.6
SeCo[9] CVPR2024 CRF[8] 74.8 76.5 74.0 73.8
Ours CRF[8] 75.5 77.4 74.1 74.6

図 2: 領域分割結果．

ベルは，背景閾値を定めることなく作成することができ
る．疑似ラベル 𝑝𝑖 を訓練データとして，領域分割モデ
ルを学習する．
5 実験
5.1 データセットと評価指標
評価用データセットとして，PASCAL VOC 2012[10]

を用いた．PASCAL VOC 2012データセットでは背景ク
ラスと 20の前景クラスを含む 21のクラスで領域分割す
る．訓練データが 1,464 枚，検証データが 1,449 枚，テ
ストデータが 1,456 枚存在するが，Semantic Boundary
Dataset[11] による 10,582 枚に拡張された訓練データ
を用いるのが一般的である．評価指標として mIoU
（mean Intersection over Union）を用いる．実験におい
て，TransCAM[5](Baseline) と同じハイパーパラメータ
の値を用いる．
5.2 実験結果
初期疑似ラベル（Seed）の付与精度を評価する．表 1

に PASCALVOC 2012訓練データで行った実験結果を示
す．Baseline との精度比較を行う．表 1 中の Post. は，
初期疑似ラベルに用いられる後処理を示す．PASCAL
VOC 2012 訓練データにおいて，提案手法は mIoU が
75.5%であった．次に CRF[8] による後処理後の疑似ラ
ベル（Mask）の性能を評価する．PASCALVOC2012訓
練データの後処理後の疑似ラベルにおいて，提案手法
は mIoU が 77.4%であり，TransCAM[5](Baseline) を上
回る疑似ラベルの精度を得た．本手法は，[4] のような
追加の学習が必要な後処理手法を用いていない．疑似
ラベルを訓練データとして，教師あり学習 [12] を行っ
た．表 1に領域分割精度を示す．PASCAL VOC 2012検
証データ（val）において，提案手法は mIoU が 74.1%
であった．さらに，PASCAL VOC 2012 テストデータ
（test）において，提案手法はmIoUが 74.6%であった．
また，本手法は最先端のWSSS手法である [9]を上回る
精度を得た．図 2に領域分割モデルの推論結果を示す．
上から，(a)元画像，(b)真値，(c)提案手法の領域分割の
結果である．図 3に提案手法で得られる背景 Activation
Map を示す．上から，(a) 元画像，(b) 真値，(c) 背景
Activation Map である．本手法により背景領域を活性
化する Activation Mapが得られた．
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図 3: 提案手法の背景 Activation Map．

図 4: epoch毎の疑似ラベルのmIoUの変移．

5.3 本手法の課題
本手法は，TransCAM[5] の精度を向上させることが

できるが，限界も存在する．図 4 に，epoch 毎の疑似
ラベルの mIoU の変移を示す．Online Model から得ら
れた疑似ラベルの mIoU で比較を行っている．黒線
が TransCAM[5] に AMN[1] を適用した場合，赤線が
TransCAM に本手法（Share）を適用した場合，青線が
TransCAM に本手法（EMA）を適用した場合，緑線が
Shareと EMAを組み合わせて TransCAMに本手法を適
用した場合の epoch 毎の mIoU を示している．それぞ
れ，TransCAM の学習済みの重みを用いて初期化して
いる．緑線の Shareと EMAを組み合わせた手法では，
1epoch のみ重みを Share で更新している．その後は，
EMA により重みを更新している．Share のみで学習し
た場合は，1epoch目でmIoUが向上しているが，epoch
を重ねると mIoU が低下している．学習初期段階では，
学習プロセス中に疑似ラベルを更新することで，mIoU
を向上させるが，1epoch 目以降は CAM の確証バイア
ス [2]の影響によりmIoUの低下が著しい．一方，EMA
のみで学習した場合は，epochごとにmIoUが向上して
いることがわかる．Target Model の重み 𝜃 は誤差逆伝
搬では更新されず，Online Model の重み 𝑤 に EMA を
適用することで更新する．また，𝜆 は 1 に近い値（本手
法は 𝜆 = 0.9995）に設定することで 𝑤に比べ，安定的に
更新される．よって，CAM の疑似ラベルに対する過学
習が軽減されたと考察できる．本手法では，1epoch の
み Shareを行い，その後の epochは EMAを適用するこ
とで Shareと EMAの両方の利点を活用する．しかし，
Shareから EMAへの変更の epoch数は人手で決めてお
り，本手法のボトルネックとなっている．今後の課題と

して，Shareから EMAへの変更の自動化，また，Share
及び，EMAのみの学習による精度向上が挙げられる．
6 結論
本稿の目的は，背景閾値を用いないWSSSの可能性を

示すことにある．学習時は前景 CAM を反転した背景
CAM を背景閾値の代わりに用い，推論時は学習により
得られる背景 Activation Map を背景閾値の代わりに用
いる．本手法は，PASCAL VOC 2012データセットにお
いて，既存手法の精度を上回った．
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