
明視野顕微鏡による観察画像を用いた無染色標本からの疑似 Masson’s trichrome 染色 
Digital Masson’s trichrome staining of unstained pathological tissue  

using observation images by brightfield microscopy 
吉岡 佳音†   篠田 一馬† 

 Kano Yoshioka  Kazuma Shinoda 
 

1. はじめに 
病理診断とは、患者から採取された細胞や組織を顕微鏡

で観察して病変を診断することを指す。このとき組織の構

成要素は光に対してどれも同じような透過性があるため、

採取したままの無染色状態 (図 1(a)) では病変の識別が困難

となる。このため染色液を用いた組織染色という作業が行

われている。組織染色法の 1 つにマッソントリクローム 
(Masson’s trichrome; MT) 染色 (図 1(b)) があり、これは膠原

線維の染め分けを目的とする染色方法で、鉄ヘマトキシリ

ンにより細胞核を黒褐色、マッソンにより細胞質を赤、ア

ニリン青により膠原線維を青に染め分ける [1]。 

  
(a) 無染色          (b) MT 染色 
図 1 MT 染色例 (ヒト肝病理標本) 

しかし、組織染色には様々な課題がある。その 1 つに、

染色性が一様に定まらないことが挙げられる。この理由と

して、染色手技や染色工程の違い、染色液の劣化などがあ

る [2]。また、染色に長い時間を要するという課題もある。

MT 染色標本作成の場合、終了までに約 2 時間半必要にな

り、迅速さに欠ける。そのため、染色結果の均質化および

染色作業の標準化を目的として組織染色をコンピュータ上

で仮想的に行う研究がなされている [3]。これを疑似染色 
(digital staining) と呼ぶ。本分野では深層学習を用いた方法

が主流になっており [4-10]、深層学習を用いた疑似染色プ

ロセスは図 2 のようになっている。患者から採取した組織

から作成した病理標本を顕微鏡によるイメージングで画像

化し、得られた画像をニューラルネットワークに入力とし

て与え、疑似染色画像を取得する。 

 
図 2 疑似染色プロセス 

 無染色標本からの疑似染色を実現している研究 [4-8] で
は、蛍光観察や定量的位相イメージング (quantitative phase 
imaging; QPI) を用いて無染色標本のイメージングを行い、

特徴を抽出している。しかし、蛍光顕微鏡やホログラフィ

ック顕微鏡は病理診断の現場における普及率が低く、汎用

性に欠ける。また、[9, 10] では明視野顕微鏡を使用した疑

似染色を実現しているが、無染色標本からの疑似染色では

ないため、イメージング前に染色作業が必要になる。そこ

で本研究では、広く用いられている明視野顕微鏡によるイ

メージングを行い、無染色標本からの疑似 MT 染色を行う。

本手法では、明視野顕微鏡による 3 種類の観察によって無

染色標本を撮影し、深層学習を用いた疑似染色を行う。第

2 章では関連研究、第 3 章では提案手法、第 4 章では実験

および疑似染色結果、第 5 章ではまとめと今後の課題を述

べる。 

2. 関連研究 
2.1 疑似染色における光学系 
 無染色標本からの疑似染色では、イメージング法に特殊

な観察法および顕微鏡を用いて画像化を行っているケース

が多い [4-8]。[4-7] では蛍光顕微鏡を用いて、[8] では QPI
を用いて病理標本の画像化が行われた。蛍光観察とは、標

識となる蛍光色素や蛍光たんぱく質を用いて、観察したい

部分を強調する観察法である。また、QPI とは光がサンプ

ルを通過するときの波面 (位相シフト) 変化から定量的位相

情報を取得し、ピクセル値として保存するイメージング法

である。QPI の主要なアプローチとして干渉法、ホログラ

フィ、波面センシング、位相回復アルゴリズムがあり、特

にホログラフィック顕微鏡は病理診断においては普及率が

低く、汎用性に欠けるため、疑似染色分野において利用す

ることは困難であると考えられる。 
2.2 深層学習を用いた疑似染色 
 本分野では深層学習を用いた方法が主流になっている 
[4-10]。学習における教師データを確保する方法を図 3 に

示す。 

 
(a) ペア画像の取得        (b)  非ペア画像の取得 

図 3 教師画像の取得法 
ペアになった教師データを確保する場合 (図 3(a)) は、薄

切片の疑似染色前の標本を大量に撮影した後、目的の染色

状態に染色し、同一標本を再撮影することで取得する。こ

のとき再撮影には、ホールスライドスキャナーを使用しな

い限り、光学倍率が 10 倍または 20 倍の領域内で同一領域

を探索する作業が必要になり、労力と時間がかかる [10]。
この解決策には、異なるサンプル (非ペア) を用意して、無

染色標本と組織染色標本それぞれの任意の領域を撮影する
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方法がある (図 3(b)) 。[10] では、ホールスライドスキャナ

ーなしで非ペア画像を確保しており、学習時にペア画像が

不要なモデル Cycle-Generative Adversarial Networks 
(CycleGAN) による疑似染色を可能にしている。 

3. 明視野顕微鏡による非ペア観察画像による無染
色標本からの MT 疑似染色 

関連研究の問題点として、汎用性の低い顕微鏡を用いた

イメージングを行っていることとペア画像を用いた学習を

行っていることを挙げた。この問題点を解決するために本

研究では最も一般的な顕微鏡である明視野顕微鏡を用いた

3 種類の観察法により標本の画像化を行い、得られた画像

を用いて、ペア画像が不要な学習モデルの CycleGAN によ

る学習を行い、疑似 MT 染色画像を得る。本章では明視野

顕微鏡によるイメージング法と CycleGAN による学習法の

2 つに分けて述べる。 
3.1 明視野顕微鏡によるイメージング 
 本研究におけるイメージングでは、明視野顕微鏡を用い

た 3 種類の観察を行う。それぞれの使用目的を表 1 に示す。 
表 1 本研究のイメージング法 

観察法 使用目的 

明視野観察 組織の全体像の観察 

偏光観察 複屈折性物質の明瞭化 

微分干渉観察 組織構造のコントラストの強化 

3.1.1 明視野観察法による撮影 
明視野観察 (bright-field observation; BF) とは、サンプル

を均一な光で照らし、透過した光を観察する最も一般的な

方法である (図 4(a))。光源からの光がコンデンサレンズを

通りサンプルへ集光される。光がサンプルを透過し、その

光が対物レンズを通ることで光束を集光して像面に実像を

作る (図 5 の BF microscopy)。本研究では、組織の全体像を

観察するために明視野観察を行う。また、より正確な明視

野 RGB 画像を取得するために分光フィルタを使用し、多

波長撮影を行う。 
3.1.2 偏光観察法による撮影 
偏光観察 (polarized light observation; PL) とは、サンプル

内の微弱な偏光性を明暗のコントラストに変える観察法で

ある。この観察法は明視野顕微鏡のコンデンサ側にポララ

イザ (偏光子)、対物レンズ側にアナライザ (検光子) の 2 枚
の偏光板を取り付けることで観察が可能になる (図 5 の BF 
microscopy に analyzer と polarizer を挿入)。このとき、アナ

ライザとポラライザの透過軸を直交に配置するクロスニコ

ル状態で観察を行うのが一般的である。クロスニコルに配

置することでポラライザを通った直線偏光は、複屈折性を

持つ物質を透過した場合、光の振動方向が変化するためア

ナライザを透過する光が現れる。一方で複屈折性を持たな

い物質を通った場合は光の振動方向が変化しないためアナ

ライザは何も通さない。この違いによって、複屈折性物質

が光ったような像を得ることができる。肝組織に含まれる

膠原線維は複屈折性を持つ [11] ため、本研究では偏光観察

により、膠原線維を明瞭化することを目的とする (図 4(b))。 
3.1.3 微分干渉観察法による撮影 
微分干渉観察 (differential interference contrast observation; 

DIC) とは、サンプル内の光路長の勾配から像を作り出す方

法である (図 4(c))。この観察法は、明視野顕微鏡に 2 枚の

偏光板と 2 つの微分干渉プリズムを取り付けることで観察

することができる (図 5 の BF microscopy に DIC prism、

analyzer および polarizer を挿入)。微分干渉プリズムとは、

結晶方向の直交する 2 つの楔型方解石を貼り合わせた光学

素子である。ポラライザからの直線偏光を下側微分干渉プ

リズムによって ±45° の偏光成分に分ける。そして、サン

プルを透過した平行する 2 本の光が上側微分干渉プリズム

によって再び 1 本の光に合成され、 90° の偏光成分のみが

アナライザを透過する。表 2 にように屈折率の差が微小な

組織構成要素間でもコントラストをつけて観察することが

可能になる。このため、本研究では組織構造のコントラス

トの強化を目的として微分干渉観察を行う。 
表 2  組織構成要素の屈折率比較 

組織構成要素 屈折率 
水（細胞質の主成分） 約 1.33 

細胞質 約 1.37- 1.40 
細胞核 約 1.38-1.41 
膠原線維 約 1.55 

明視野顕微鏡による 3 種類の観察法によって得られた画

像に対して位置合わせを行い、ネットワークに入力するデ

ータセットを作成する。 

   
(a) 明視野観察 (BF)           (b) 偏光観察 (PL) 

 
(c) 微分干渉観察 (DIC) 

図 4 無染色肝標本の観察像 

 
図 5 明視野顕微鏡を用いたイメージング法 

3.2 CycleGAN を用いた疑似染色学習モデル 
生成モデルの 1 種である敵対的生成ネットワーク

(Generative Adversarial Networks; GAN)[12] は、データを生

成する生成器 (Generator) と与えられたデータが本物か偽物

かを判別する識別器 (Discriminator) の 2 つのニューラルネ
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ットワークから構成される学習モデルである。このとき生

成器は識別器を欺くように学習し、識別器は生成データを

正しく判別するように敵対的に学習を進める。 
GAN の 1 種に CycleGAN [13] がある。これは、ペア画像

を用意せずとも 2 つのドメインの画像を集めることで画像

変換を可能にする手法である。CycleGAN を本研究の疑似

染色に適用した場合の概念図を図 6 に示す。まず、無染色

ドメイン (ドメイン UN) から MT 染色ドメイン (ドメイン

MT) へと変換を行う Generator (UN to MT) で  𝑥𝑥 ∈ 𝑈𝑈𝑈𝑈 をド

メイン MT に類似した画像   𝑥𝑥′  へと変換する。そして

Discriminator (for MT) は 𝑥𝑥′ とドメイン MT の画像 𝑦𝑦 ∈ 𝑀𝑀𝑀𝑀 
を比較し、Generator および Discriminator の最適化を行う。

ここで、ペア画像を使用していない場合でも、変換前後の

空間構造の保存をするために、CycleGAN ではもう 1 組の

Generator および Discriminator を導入する。すなわち、ドメ

イン MT からドメイン UN への変換を行う Generator である

Generator (MT to UN) と変換結果をドメイン UN と比較する

ための Discriminator (for UN) を定義する。ここで、

Generator (MT to UN) に 𝑥𝑥′ を入力して再びドメイン UN へ

と変換することで 𝑥𝑥′′ を得る。このとき、 𝑥𝑥 と 𝑥𝑥′′ は一致す

るはずである。そのため、 𝑥𝑥 と 𝑥𝑥′′ の誤差を取り、その 2
つの誤差を小さくするように Generator を最適化すること

で空間構造の保存を可能にしている。 

 
図 6  CycleGAN を本研究に適用した場合の概念図 

本研究における Generator および Discriminator のネット

ワーク構造を図 7 および図 8 に示す。明視野 RGB 画像、

偏光観察画像、微分干渉観察画像を Generator に入力し、

疑似 MT 染色 RGB 画像へと変換する。3 種類の画像を

Generator の入力することで、無染色標本の組織構造の特徴

をネットワークで抽出しやすくなるという利点が生まれる。

生成した疑似 MT 染色 RGB 画像と本物の MT 染色画像の

損失を取ることで、その損失を小さくするように Generator
の学習を進める。これを MT 染色から疑似無染色を生成す

る場合も同じように行い、学習を進める。Generator ネット

ワークには ResNet [14] が組みこまれており、層を深くす

ることによる勾配消失問題を、活性化関数を含む層を経由

せずに入力と出力をつなぐ経路を作ることで解消している。

Discriminator の入力は Generator が生成した疑似 MT 染色

RGB 画像または本物の MT 染色 RGB 画像であり、最終的

に入力画像が本物か偽物かを示す特徴マップを出力する。

このとき、本物に近い場合は 1 を出力、偽物に近い場合は

0 を出力し、Generator と Discriminator の最適化を行う。こ

のようにして、非ペアの教師データによる無染色からの

MT 疑似染色を実現する。 

 
図 7 Generator のネットワーク構造 

図 8 Discriminator のネットワーク構造 

4. 実験と疑似染色結果 
本実験では明視野顕微鏡に OLYMPUS 社の BX53F2、カ

メラに FLIR 社のモノクロカメラ GS3-U3-28S5、分光フィ

ルタに CRi 社の VariSpec を使用した。また、肝病理標本は

BioChain 社の Human Adjacent Normal (図 9) と Primary 
Tumor の 2 種類 (図 10) を使用し、そのうち無染色、MT 染

色標本それぞれにおいて 10 箇所ずつ撮影を行った。光学

倍率は 10 倍とした。明視野分光画像は 450-710 nm の波長

間で 20 nm おきに 13 バンド撮影を行い、得られた分光画

像から分光透過率を求めた上で、D65 照明の環境下におけ

る RGB 画像を算出した。また、偏光観察による撮影時は 2
枚の偏光板の透過軸が常に直交するよう、それぞれを

0−170° で 10° ずつ動かし撮影を行った。撮影した複数枚の

偏光観察画像は位相限定相関法により位置ずれを補正した

後、画素ごとに画像間の最大値を抽出し、1 枚の合成偏光

観察画像を得る。ネットワーク学習条件は表 3 に示す。 

  
(a) 無染色           (b) MT 染色 

図 9  Normal (非がん患者) の肝病理標本 

  
(a) 無染色             (b) MT 染色 

図 10 Tumor (がん患者) の肝病理標本 
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表 3 本研究における学習条件 
学習データセット 無染色、MT 染色 6624 パッチずつ 
テストデータセット Normal 2 箇所、Tumor 2 箇所 

パッチサイズ 256 pixel × 256 pixel× 5 channel 
バッチサイズ 1 
エポック数 50 (15 エポック以降学習率減衰) 

学習率 
Generator：1 ×  10−4，

Discriminator：2 × 10−4 
提案手法による疑似染色結果を図 11 および図 12 に示す。

図 11 は Normal、図 12 は Tumor の結果である。図 11 (d) と
図 11 (e) から、提案手法は膠原線維の染め分け (青い領域) 
ができており、一方で図 11 (f) では膠原線維の染め分けが

できていない。これにより、偏光観察によって膠原線維が

明瞭になり (図 11(b) の赤枠内)、偏光観察画像によって線

維組織の特徴を抽出することができたと考えられる。また、

微分干渉観察によって組織全体の明瞭化が行われ、線維組

織、細胞核および細胞質の構造の違いを学習に組み込むこ

とができたと考えられる。図 12(e) では、膠原線維の染め

分けはできているが、図 12(f) の赤枠内を比較して、細胞

核 (黒褐色の丸い領域) の境目が曖昧になっている。これは

提案手法で同一領域における明視野観察画像、偏光観察画

像、微分干渉観察画像間の位置合わせが不十分であり、画

素単位でずれが生じていたことが原因として考えられる。 

   
(a) 無染色明視野     (b) 無染色偏光     (c) 無染色微分干渉 

   
(d) MT 染色   
 

図 11 Normal 標本の疑似染色結果 
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図 12 Tumor 標本の疑似染色結果 

5. まとめと今後の課題 
本研究では、無染色肝病理標本からの MT 疑似染色を行

った。標本のイメージングでは明視野顕微鏡による明視野

観察、偏光観察、微分干渉観察を行った。また、学習ネッ

トワークモデルには CycleGAN を使用し、非ペア画像の学

習を実現した。偏光観察画像および微分干渉観察画像によ

って膠原線維および組織構造全体の明瞭化が行われたため、

組織の染め分けの精度向上が見られた。しかし、組織構成

要素の境目が曖昧になってしまう結果があったことから、

より正確な位置合わせおよび学習データセットの改善が必

要であると考えられる。また、本研究では明視野観察分光

画像を RGB 画像に変換して使用したが、分光画像は RGB
画像より詳細な情報が含まれているため、今後は分光画像

を使用し、精度向上が見られるかを確認する。 
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