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概要
本論文は見間違えのある繰り返し囚人のジレンマにおいて，
均衡戦略に相当する方策を学習する手法を提案し，従来の方
策勾配法などと比較，評価する．人がどのようにして協力す
るのかは人工知能や経済学，生物学における基本的な問題で
ある．一般には，見間違えのある繰り返し囚人のジレンマの
均衡計算は非常に難しい問題であることが知られている．実
際，見間違えの下では，従来よく知られているしっぺ返し戦略
でも，どちらかがいったん裏切ると，協力状態に戻るのは難し
くなる．そこで本研究では，試行錯誤から報酬の高い方策を
学習する強化学習的な手法が厳密な均衡ソルバの代わりに機
能するかを吟味する．そこで，本論文では突然変異付きレプ
リケータダイナミクスの仕組みを利用した Neural Replicator-
Mutator Dynamics (NeuRMD) を提案する．NeuRMD は方策
勾配法と似た方法で導出できるシンプルな学習アルゴリズム
である．計算実験の結果，シンプルだが非自明な均衡戦略で
ある Win-Stay，Lose-Shift に相当する方策を安定的に学習す
ることがわかった．

1 はじめに
人がどう協力する／しないかの仕組みは人工知能，経済学，
生物学などにまたがった学際的な研究課題である．とくに繰
り返しゲームは長期的関係にあるプレイヤ間の（暗黙の）協調
を説明するためのモデルであり [10]，主に経済学分野で企業間
の談合といった協調行動を分析するために発展してきた [23]．
暗黙の協調を実現するには，プレイヤが相手の行動をある程
度観測できることが前提となる．これまで，相手の行動が完
全に観測できる完全観測（perfect monitoring）のケースについ
ては多く論じられている [2, 12, 14]．
しかし，現実には相手の行動が完全に観測できない不完全
観測（imperfect monitoring）のケース，つまり，プレイヤが相
手の行動を見間違える場合がある [8, 22, 24]．これの特徴は，
プレイヤが相手の行動に関してノイズを含む観測（シグナル）
を私的に受け取ると仮定する点にある．いいかえると，ある
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プレイヤが相手の行動について観測したシグナルと異なるシ
グナルを他のプレイヤが観測しているかもしれないと仮定し
ている．不完全観測付き無限回繰り返しゲームおいてどのよ
うな振る舞い (戦略)が最適なのかについては，ゲーム理論に
おける代表的なゲームである囚人のジレンマの例でさえ十分
にわかっていない．例えば，部分観測可能マルコフ決定過程
(Partially Observable Markov Decision Process, POMDP) を用
いて均衡を計算する手法 [21]が知られているが，その計算量
は一般には決定不能とされている．

POMDPに比べて高速に計算できる手法として，試行錯誤か
ら報酬の高い方策を学習する強化学習がある．しかし，マルチ
エージェント系における，その帰結は収束するか否かや収束す
るとしても均衡に到達するかどうかはよくわかっていないこ
とが多い．また，そのほとんどが完全観測のケースであり，常
に裏切るような戦略しか学習できないことが多い [17, 4]．も
う１つの手法として，レプリケータダイナミクス [16, 7]があ
る．これは，進化ゲーム理論でよく用いられるダイナミクス
の１つであり，頻度依存淘汰モデルを用いて最適な戦略を探
る．この手法では，利得が高くなる戦略をとるプレイヤの人
口は増加し，低くなる戦略をとる人口はより良い戦略へ取っ
て代わられてやがて絶滅するといった具合に自然淘汰の過程
を表現する．このダイナミクスを計算するには，事前に戦略
を列挙する必要がある．戦略空間を有限状態機械に限定した
レプリケータダイナミクスの下では，見間違えが起きても協
力状態を回復しやすい戦略が生き残ることが明らかになって
いるが，より複雑な戦略を分析することは困難である [26]．
そこで本研究では，まず繰り返し囚人のジレンマをプレイ

するエージェントを実装するために，エージェント自身の行
動と観測したシグナルの履歴を状態としたマルチエージェ
ント系の学習アルゴリズムを表現する枠組みを定義する．既
存の学習アルゴリズムとして，まず方策勾配法の１つである
q-based Policy Gradient (QPG) [15]を取り上げる．次に，QPG
とよく似た方法で，突然変異のないレプリケータダイナミクス
から各行動への重み（ロジット）の更新式を導出した Neural
Replicator Dynamics (NeuRD) [6]を扱う．QPGは相手が振る
舞いを戦略的に変えるような非定常的な状況では学習がうま
くいかないことが知られている．NeuRDはこれを改良し，二
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人零和不完全情報展開型ゲームにおいてナッシュ均衡への収
束を保証することに成功している．
本研究では零和ゲームから囚人のジレンマのようなゲー
ムでも均衡に近い方策を学習できるよう突然変異付きレプ
リケータダイナミクスから学習アルゴリズムである Neural
Replicator-Mutator Dynamics (NeuRMD)を提案する．見間違
えのある戦略的環境下で，３つの手法のそれぞれでエージェ
ントがどんな振る舞いを学習するか吟味した．その結果，
NeuRMDがもっとも高い利得を実現する方策を安定的に学習
することを明らかにした．この方策は経済学や生物学でWin-
Stay, Lose-Shift (WSLS)という戦略に相当する [9, 13]．実際，
WSLS は見間違えのある環境で均衡となり最も高い利得を実
現する戦略として知られている [21, 26]．

2 モデル
本章では文献 [21] に基づいて, 2 人私的観測付き無限回繰
り返しゲームをモデル化する. ここでプレイヤ i ∈ {1, 2} は
成分ゲームを無限期間 t = 0, 1, 2,… に渡って繰り返す. 各期
においてプレイヤ iは有限集合 Aから行動 ai を選択し,その
行動の組を a = (a1, a2) ∈ A2 とする. 次に, プレイヤ i は a

に関する私的なシグナル ωi ∈ Ω を観測する. w をシグナル
の組 (ω1, ω2) ∈ Ω2 とする. また, プレイヤが aを選択したと
き w が生起する同時確率を o(w | a)とし,この同時確率を与
える分布のことをシグナル分布と呼ぶ. 成分ゲームは無限回
繰り返し行われるので，プレイヤ i の割引利得和は割引因子
δ ∈ (0, 1)により∑∞

t=1 δ
tgi(a

t)となる. ただし，gi(·)の値は
利得表によって定められた値に従う．
このとき，有限集合 Ω に対する oi(ωi | a) を Ω の限界分
布 (marginal distribution) とする．加えて，どのプレイヤも他
のプレイヤが選択した (または選択しなかった)行動を正確に
は分からないと仮定する．どの行動プロファイル aに対して
も，それぞれのシグナルプロファイル ω が生起する確率は正
となる．プレイヤ i の行動 ai とシグナル ωi から “実現利得
(realized payoff)” πi(ai, ωi)を

gi(a) =
∑

w∈Ω2

πi(ai, ωi)o(w | a)

を満たすように選ぶ．
表 1に囚人のジレンマの利得表を示す．表中の C は協力行
為を，D は裏切り行為を表す．囚人のジレンマの利得構造は
g > 0，l > 0であり，このとき D は厳密な支配戦略となる．
また、囚人にジレンマでは |g − l| < 1が要求される．もしこ
の条件が成り立たないとすると，繰り返し囚人のジレンマに
おいて協力と裏切りを交互に出すほうが，純粋な協力よりも
利得が高くなってしまい，純粋な協力が維持できなくなる．
次にプレイヤ 2 の行動に関するプレイヤ 1 のノイズを含む
観測をプレイヤ 1の私的シグナルとし，ω ∈ {g, b} (good, bad)
とする．正しい観測ではプレイヤ 2が C を選択した際のプレ
イヤ 1の私的シグナルは g, D を選択した際の私的シグナルは

表 1: 囚人のジレンマ (g > 0，l > 0，および |g − l| < 1)

　 a2 = C a2 = D

a1 = C 1, 1 −l, 1 + g

a1 = D 1 + g,−l 0, 0

表 2: (C,C)のときのシグナル分布

w2 = g w2 = b

w1 = g p q

w1 = b q 1− p− 2q

bとなる. プレイヤ 2についても同様である．よく使われる不
完全私的観測のシグナル分布にほぼ完全観測がある．ここで
は，両プレイヤが正しいシグナルを観測する確率は p,片方の
プレイヤが間違ったシグナルを観測する確率はそれぞれ q と
する．また，1− p− 2qの確率で両方のプレイヤが間違ったシ
グナルを観測する．例として，(C,C) が実現した場合のシグ
ナル分布を表 2に示す．ただし，両プレイヤが正しいシグナ
ルを観測する確率 pが最も高くなるように設定する．
繰り返し囚人のジレンマの均衡戦略として，“勝ち残り，

負け逃げ” (Win-Stay, Lose-Shift, WSLS) [13] がある (図 1)．
WSLSは状態 Rからスタートし，相手の協力を観測したとき
は同じ状態に留まり，裏切りを観測するともう一つの状態へ
と遷移する．裏切りを観測してから協力に戻るのは一見不自
然に見えるが，お互いを処罰してから協力に戻ることで，見
間違えのある環境で有名なしっぺ返し戦略より協力状態を維
持しやすくなっている．本論文で提案するアルゴリズムは状
態 P からスタートするWSLSを安定して学習することに成功
した．
数ある戦略の中から有効な戦略を発見する方法の 1 つとし

て，レプリケータダイナミクスがある．ゲームを行うプレイ
ヤの集団を考え，プレイヤはいくつかの戦略の中からランダ
ムに戦略を選択し，他のプレイヤとゲームを行い利得を得る．
その後，戦略の集団に対する利得と集団全体の平均利得との差
に応じて戦略の人口比を増減させる [14]．本論文ではレプリ
ケータダイナミクスに突然変異の概念を加える．この突然変
異付きレプリケータダイナミクスでは，適応度による人口の
変化に加えて，すべての戦略が適応度に関係なく一定の確率
で突然変異し異なる戦略をとるようにする．ある戦略が突然
変異する確率を uとした突然変異付きレプリケータ方程式が

ẋi = xi [fi(
−→x )− ϕ(−→x )] + u

(
1

n
− xi

)
, i = 1, ..., n (1)

となる [20]．ここで ϕ(·) を全ての戦略の利得の平均∑
j xjfj(

−→x )，fj(·) を
∑

m xjajm とする．ただし，ajm は
戦略 j をとるプレイヤが戦略mを取るプレイヤと無限回プレ
イしたときの割引利得和である．
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図 1: WSLS

3 見間違えのある環境とマルチエージェント強化
学習

強化学習は，エージェントと呼ばれる意思決定主体が適切な
振舞いを学習するアルゴリズムである．強化学習では，ある時
刻 tにおいて，エージェントは環境から状態 st ∈ S を観測す
る．次に行動 at ∈ Aを自身の方策 π : s→ ∆Aに従って決定
する．エージェントは行動に応じて，環境から報酬 rt ∈ Rと
新たな状態 st+1 を受け取る．強化学習の目的は，状態 sにお
ける期待割引累積報酬 E[

∑∞
k=t δ

k−trk|st = s] を最大化する
ような方策を学習することである．よく知られている強化学
習手法，Q学習 [18]は，今日の状態と行動によって報酬と次
の状態遷移が決定されるモデル，マルコフ決定過程 (Markov
decision process; MDP)において最適な方策の学習が保証され
ている [19].
マルチエージェント強化学習は，複数のエージェントが同
時に方策を学習するため，シングルエージェントの学習と比
較して様々な問題が存在する．マルチエージェント強化学習
では，時刻 tにおいて複数のエージェントがそれぞれ状態 st,i

を観測し，行動 at,i を決定する．そのため，エージェント iが
受け取る報酬 rt,i と次の状態 st+1,i は，自分の行動 at,i だけ
でなくその他のエージェントの行動 at,−i の行動によって決定
される．また他のエージェントも同時に方策を学習するため，
振舞いが非定常的に変化する．このような非定常性や不確実
性にどう対応するかがマルチエージェント強化学習の重要な
トピックである．
本研究では，見間違えのある繰り返し囚人のジレンマ上に，
マルチエージェント強化学習を定義する．繰り返しゲームで，
エージェントは過去の相手の行動から自身の振る舞いを決定
する．また見間違えのある環境において，エージェント i が
観測できるのは，ある時刻 t の自分の行動 at,i と環境から観
測するシグナル ωt,i である．そのため，エージェント i が観
測する状態 st は時刻 tにおける任意の過去 n期前までの履歴
st,i = (ak,i, ωk,i)

t−1
k=t−n とする．ただし，本研究では状態を，

過去 1 期の履歴に限定する．つまり，エージェントに与える
状態集合を

S = {∅, Cg, Cb,Dg,Db}

とする．ここで ∅ はゲームの始まりにおける状態を指す．ま
たエージェントには，報酬から相手の行動を推定させないた
め，報酬 r には実現利得 r(a, ω)を与える．この時 r(a, ω)は

利得構造とシグナル分布から

r(C, g) =
p+ q

2p+ 2q − 1
1 +

1− p− q

2p+ 2q − 1
l,

r(C, b) = − p+ q

2p+ 2q − 1
l − 1− p− q

2p+ 2q − 1
1,

r(D, g) =
p+ q

2p+ 2q − 1
(1 + g), and

r(D, b) = − 1− p− q

2p+ 2q − 1
(1 + g)

となる．無限回繰り返しゲームでは，割引因子 δ が定める確
率で次もゲームが継続するかを定める．ここで，一度ステー
ジゲームをプレイすることを 1 step，１つの繰り返しゲームが
終了するまでを 1 episodeとする．マルチエージェント強化学
習はこの episodeを繰り返すことで学習をする．
3.1 方策勾配法
方策勾配法は，方策勾配を用いて獲得報酬を最大化するよ

うな方策を求める強化学習の一手法である [25]．まず，強化
学習の方策 πθ = (π(a|s; θ))s∈S,a∈A がパラメータ θ によって
決まる関数であると考える．またこの方策 πθ に従った場合，
時刻 T *1までの行動履歴

τπθ
= (s0, a0, s1, a1, ..., sT , aT , sT+1)

が与える期待累積報酬 R(τπθ
) =

∑T
t=0 r(st, at)が決まる．こ

れを θ に関する関数

J(θ) = Eπθ
[R(τ)] = Eπθ

[
T∑

t=0

r(st, at)]

として，J(θ)を最大化するような θ を求めることが方策勾配
法の目的である．この θ を求めるために，方策勾配

∇θJ(θ) = Eπθ
[∇θ log(πθ(a|s))Qπθ (s, a)]

s.t. Qπθ (s, a) = Eπθ
[
∞∑
k=t

δk−trk|st = s],∀s

を用いて，

θt+1 = θt + η∇θJ(θ) (2)

と更新する．ここで，ηは学習率を示す．このように方策勾配
法では，θ を更新することで，適切な方策を学習する．
また本研究では，Mean actor critic (MAC) を用いて学習を
行った．Actor-Critic 法は，方策をもつ Actor と方策評価を
する Critic から構成され，Critic が現在の方策を評価し，そ
の評価から Actor が方策を更新する．通常の Actor-Critic 法
では，∇θJ(θ) を推定するために，サンプルした状態と行動
を使用してモンテカルロ近似をしていたが，MAC はサンプ
ルした状態のみを使ってモンテカルロ近似をする [1]. 具体
的には，従来の Actor-Critic 法は，Critic として状態価値 V
値 V π(s) を用いて方策評価をし，サンプルした状態と行動

*1 一般的にこの T は 1 episodeあたりのステップ数であり，方策はエピ
ソードごとに更新される．
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のみの勾配から方策を更新する．MAC では状態行動価値で
ある Q値を用いて方策評価し，サンプルした状態のすべての
行動についての勾配から方策を更新する. ここで，状態価値
V π(s) =

∑
a π(a|s)Qπ(s, a) と計算する．また方策の評価に

は Q値の代わりに，アドバンテージ

Aπ(s, a) = Qπ(s, a)− V π(s)

を用いる．
MAC は別名 q-based Policy Gradient (QPG) とも呼ばれ
る [15]．QPGでは式 2から θ を以下のように更新する：

θt+1 = θt + ηEs∼dπθ (·)[
∑
a

∇θπ(a|s;θ)Aπθ (s, a)] (3)

ここで，dπ(s) = Eπ[
∑∞

t=0 δ
tP (st = s|s0,π)] は期待割引累

積訪問数である．方策勾配法では様々な方策を表現すること
ができるが，本研究では行動空間が離散であるため，特にロ
ジット y = (y(s, a; θ))s∈S,a∈A から，ソフトマックス関数

π(a|s;θ) = exp (y(s, a;θ))∑
a′ exp (y(s, a′;θ))

(4)

を用いて方策を導出する．これは以下の２つの手法でも同様
である．また本研究では，θ をニューラルネットワークなど
の関数パラメータではなく，ロジットが y = (θ(s, a))s∈S,a∈A

のように表形式 (Tabular Case) で表現される場合を考える．
Tabular Caseでは QPGの更新式 3を，ロジット yを次のよう
に更新する:

yt+1(s, a) = yt(s, a) + dπ(s)ηπ(a|s)Aπ(s, a) (5)

QPG ではロジット y の更新を式 5 にしたがって Algo-
rithm 1 を構成する．まずロジット y と方策の評価値である
Critic の Q 値 Qπ を初期化する．次に以下の処理を指定され
たエピソードの数だけ繰り返す．まずは前の t エピソード目
に更新したロジット yt から，方策 πt をソフトマックス関数
を用いて計算する．次にエージェントはこの方策 πt に従っ
て，エピソードが終了するまで，状態 sn に対して行動 an を
選択し，その結果報酬 rn と次の状態 si+n を受け取る．この
状態と行動，報酬の履歴に従って，現在の方策 πt を評価す
るために，Q 値 Qπt を更新する．そして，この Q 値 Qπ か
ら，そのエピソードで到達したすべての状態 s とすべての行
動 aについて，アドバンテージ Aπ(s, a)を計算し，ロジット
yt+1(s, a) を更新する. ここで，dπ(s) はその状態 s を訪問し
た回数を履歴の長さ nで割ることで，モンテカルロ近似する．
次に，Neural Replicator Dynamics (NeuRD) [6]を概説す
る．これはMAC法を用いた強化学習手法の 1つであり，レプ
リケータダイナミクスに基づいて，マルチエージェント系のよ
うな非定常な環境において性能を発揮する．具体的には，二
人零和不完全情報展開型ゲームにおいてナッシュ均衡への収
束が保証される．レプリケータダイナミクスは突然変異付き
レプリケータダイナミクスの突然変異が u = 0の特殊なケー

Algorithm 1 QPG: Tabular Case, Mean Actor-Critic

1: Initialize logits y0 and critic Q-Vaule Qπ

2: for t = 0 to number of episodes do
3: πt = softmax(yt)

4: n = 0

5: repeat
6: Perform an according to policy πt(an|sn)
7: Receive reward rn and new state sn+1

8: n← n+ 1

9: until episode is not finished
10: for i ∈ {0, ..., n− 1} do
11: Qπt(si, ai) ← (1 − α)Qπt(si, ai) +

α {ri + δ
∑

a′ Qπt(si+1, a
′)πt(a

′|si+1)}
12: end for
13: for s ∈ S do
14: for a ∈ A do
15: A(s, a)πt = Qπt(s, a)−

∑
a′ Qπt(s, a′)πt(a

′|s)
16: yt+1(s, a) ← yt(s, a) + 1

nη
∑n−1

i=0 1[s =

si]πt(a|s)Aπt(s, a)

17: end for
18: end for
19: end for

スであり，微分方程式

ẋi = xi [fi(
−→x )− ϕ(−→x )]

にしたがって戦略分布を更新する．NeuRD は，このレプリ
ケータ方程式に合わせてロジットの更新式 5 を修正する．詳
しい導出は省略するが，第 4 章で示す導出とほぼ同じであ
る．結果的に QPG と NeuRD はロジットの更新式 5 のみが
異なるようになる．QPG はアドバンテージ関数 Aπ(s, a) に
π(a|s) をかけていたのに対して，NeuRD はアドバンテージ
関数 Aπ(s, a)をそのまま使ってロジットを更新する．具体的
には

yt+1(s, a) = yt(s, a) + dπ(s)ηAπ(s, a) (6)

となる．こうすることで，一度選択確率が低くなった行動も
その他の行動と同じだけ y(s, a)を更新するようになる．この
結果，マルチエージェント系のような非定常性の高い環境に
おいて，有効な方策が大きく変化した場合に適応できるよう
になる．

4 Neural Replicator-Mutator Dynamics

本 節 で は Neural Replicator-Mutator Dynamics
(NeuRMD) を新しく提案する．NeuRMD は突然変異付
きレプリケータダイナミクス [20] から，NeuRD と同じよう
にロジットの更新式を導く．結果として NeuRD に突然変異
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項を追加した形になる．
レプリケータダイナミクスに突然変異を導入するとそのダ
イナミクスの帰結が安定しやすくなることが知られている．
突然変異がないレプリケータダイナミクスの平衡点が，同じ
適応度をもつ連続した点になることが多く，１つの平衡点を
選ぶのが難しい．突然変異を導入することで，このような中
立的に連続している平衡点を離散化することができる [5]．ま
た，突然変異がない場合，漸近的に安定な平衡点の存在を保証
できない．一方で突然変異があれば，その確率が 0 に収束す
るとき，漸近的に安定な平衡点の存在を保証できるようにな
る [3]．加えて，数値的なダイナミクスの計算も安定する．し
たがって，突然変異付きレプリケータダイナミクスを用いて
ロジット更新を構成することで，こうした利点を NeuRDに追
加できる．
具体的な導出に備えて，まずレプリケータダイナミクスと
方策勾配法の対応について考える．式 1 に示すレプリケータ
ダイナミクスにおけるある戦略 iの人口 xi はその戦略を取る
確率に相当し，これは行動 aの選択確率 π(a)に対応する．次
に戦略 i が得る利得 fi(x⃗) は状態行動価値 Q 値と，また全て
の戦略の利得の平均である ϕ(x⃗)は状態価値 V値と対応する．
また突然変異項に着目すると，nは戦略数であるため，行動数
|A|と対応する．以上を用いてレプリケータ方程式を方策の変
化量の式に書き換える：

π̇(a) = π(a)[Qπ(a)− V π] + u

(
1

|A|
− π(a|s)

)
= π(a)Aπ(a) + u

(
1

|A|
− π(a)

)
.

(7)

次にこの方策の更新量を示す式 7から Tabular Caseにおける
ロジットの更新量を導出する．式 4と同様に π(a)をロジット
y に関するソフトマックス関数で表すと，

π(a) =
exp (y(a))∑
a′ exp (y(a′))

となる．これを両辺を時刻 tで微分すると

π̇(a) =
dπ(a)

dt
=

d
dt exp (y(a))∑
a′ exp (y(a′))

−
exp (y(a)) d

dt

∑
a′ exp (y(a′))

(
∑

a′ exp (y(a′)))2

=
exp (y(a)) d

dty(a)∑
a′ exp (y(a′))

−
exp (y(a))

∑
a′ exp (y(a′)) d

dty(a
′)

(
∑

a′ exp (y(a′)))2

= π(a)
d

dt
y(a)− π(a)

∑
a′

π(a′)
d

dt
y(a′)

= π(a)

[
d

dt
y(a)−

∑
a′

π(a′)
d

dt
y(a′)

]
.

また式 7を代入して
d

dt
y(a)−

∑
a′

π(a′)
d

dt
y(a′) = Aπ(a) +

u

π(a)
(
1

|A|
− π(a))

となる．ただし，この方程式はあらゆる解を許容してしまう
ため，∑

a′ π(a′|s) d
dty(a) = 0と仮定して解を限定する．これ

Algorithm 2 NeuRMD: Tabular Case, Mean Actor-Critic

1: Initialize logits y0 and critic Q-Vaule Qπ

2: for t = 0 to number of episodes do
3: πt = softmax(yt)

4: n = 0

5: repeat
6: Perform an according to policy πt(an|sn)
7: Receive reward rn and new state sn+1

8: n← n+ 1

9: until episode is not finished
10: for i ∈ {0, ..., n− 1} do
11: Qπt(si, ai) ← (1 − α)Qπt(si, ai) +

α {ri + δ
∑

a′ Qπt(si+1, a
′)πt(a

′|si+1)}
12: end for
13: for s ∈ S do
14: for a ∈ A do
15: A(s, a)πt = Qπt(s, a)−

∑
a′ Qπt(s, a′)πt(a

′|s)
16: yt+1(s, a) ← yt(s, a) +

η
{
Aπt(s, a) + u

π(a|s) (
1

|A| − πt(a|s))
}

17: end for
18: end for
19: end for

により，ロジット y の変化量は
d

dt
y(a) = Aπ(a) +

u

π(a)
(
1

|A|
− π(a)) (8)

となる．この式 8から，状態を持たない RDの π(a)と状態を
持つ強化学習の π(a|s)を対応付けてオイラー離散化すること
でロジットの更新式

yt+1(s, a) = yt(s, a)+η

{
A(s, a)π +

u

π(a|s)
(
1

|A|
− π(a|s))

}
(9)

を得る．
NeuRMDではロジット y の更新を式 9にしたがって Algo-

rithm 2 を構成する．これは基本的に Algorlithm 1 と同じだ
が，レプリケータダイナミクスに従って方策を学習するため，
16 行目のロジット y(s, a) はすべての状態 s に関して更新し
ていることに注意したい．

5 計算機実験
5.1 実験設定
本節では QPG, NeuRD, NeuRMD の３つの手法が，見間違

えのある繰り返し囚人ジレンマで獲得する報酬と相互協力
率を確認する．この時，2 体のエージェントがそれぞれ同じ
手法で独立して学習すると仮定する．各エージェントは行動
a ∈ {C,D}を選択し，シグナル ω ∈ {g, b}を観測し，自身の
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行動とシグナルに応じた報酬である実現利得 r(a, ω)を受け取
る．囚人のジレンマの利得パラメータを g = 0.1, l = 0.1，割
引因子 δ = 0.9 とする．この割引因子はエピソード内のゲー
ムが継続する確率を表す．つまり確率 δでゲームを継続し，確
率 1 − δ でそのエピソードを終了する．シグナル分布のパラ
メータは p = 0.95, q = 0.01，Q 値の学習率 α = 0.1, 方策の
学習率 η = 0.02,割引率 γ = 0.9とする．また NeuRMDの突
然変異確率は µ = 0.01とする．割引因子 δ によるゲームの終
了までを 1エピソードとして，500,000エピソード学習し，ラ
ンダムシードを変えながら行った 30試行を評価する．
5.2 獲得報酬と相互協力率の推移
図 2 では，各手法が獲得した 2 体の平均報酬値の推移を表
している．2体の平均報酬値は，そのエピソードでエージェン
トが獲得した 2 体の平均合計報酬値と繰り返し回数の商とし
た．縦軸は２体の平均報酬値，横軸はエピソード数に対応し，
区間数 10の移動平均と信頼区間をプロットした．図 3では，
各手法ごとの相互協力率の推移を表している．相互協力率は，
あるエピソードにおいて，お互いに行動 C をとった割合であ
る．縦軸は相互協力率，横軸はエピソード数に対応し，区間
数 10の移動平均と信頼区間をプロットした．最終的な平均獲
得報酬は，QPG が 0.014, NeuRD が 0.16，NeuRMD が 0.67

となった．また最終的な相互協力率は，QPGが 0.28 × 10−3,
NeuRDが 0.14，NeuRMDが 0.66となった．このことからわ
かるように平均獲得報酬，相互協力率ともに提案手法がほか
の 2つの手法を上回った．
平均報酬値と相互協力率を比較すると，NeuRMDは高い報
酬値を獲得していても，平均報酬値と相互協力率の差が小さ
い．エージェントが相互協力によって得る報酬値はそれぞれ 1
である．一方，2体のエージェントのうち片方が裏切り D を
選択した場合，g = l であれば平均報酬値は 0.5となり，両方
D を選択した場合，平均報酬値は 0 となる．このことから，
NueRMDは，片方のエージェントによる搾取ではなく，双方
のエージェントの協力行動によって高い報酬値を獲得してい
ることがわかる．
5.3 獲得方策の評価
前節では NeuRMDが協力的な方策を安定的に学習すること
が明らかとなったが，本説ではその獲得した方策を分析する．
図 4 は NeuRMD の獲得した方策の推移を表している．縦軸
が行動の選択確率，横軸がエピソード数に対応し，各観測状態
における行動 C の選択確率をプロットした．最終的に獲得し
た方策は π(C|∅)が 0.01，π(C|Cg)が 0.99，π(C|Cb)が 0.01，
π(C|Dg)が 0.01，π(C|Db)が 0.99であった．この方策では，
シグナル g を観測した場合は昨日自分が取った行動と同じ行
動を，シグナル bを観測した場合は昨日自分が取った行動と異
なる行動を選択する．この方策はすでに図 1 に示したWSLS
と初期状態だけが異なる [11]．つまり，状態 P からスタート
するWSLS (Suspicious-WSLS, S-WSLS)が NeuRMDが獲得
した方策に対応する．WSLS は見間違えのある環境で最も高
い利得を実現する均衡戦略として知られている [21, 26]．以上

より，NeuRMDは従来手法より安定的に，見間違えのある繰
り返し囚人のジレンマの均衡戦略を求めることに成功した．
次に，方策とロジットの推移から突然変異の効果について
分析する．図 5は NeuRMDのロジットの推移を表している．
縦軸がロジットの値，横軸がエピソード数に対応し，各状態，
行動ごとにプロットした．18000エピソードを境に，状態 Cg

と Dbにおける行動 C のロジットが急激に大きくなり，行動
D のロジットを逆転している．これは突然変異により今まで
と異なる行動を選んだことで，高い報酬を獲得した結果だと
考えられる．このような逆転が起こる以前の方策やロジット
の推移に見ても，一度選択確率が低くなった行動に対応する
ロジットの値は定期的に増加しており，それが高い報酬を獲
得できるような状態になることで，S-WSLS のような協力的
な方策を学習すると考えられる．
以上の実験は，ランダムシードを変えながら 30試行の結果
を示した．各試行で３つのアルゴリズムがどれだけ均衡に近
い方策を獲得したのかを分析する．どのアルゴリズムも均衡
戦略への収束を保証できない．さらに，見間違えのある繰り
返し囚人のジレンマでは，相手の方策を固定したときの最適
反応を計算することも非常に難しく求めた方策が均衡である
ことをチェックできない．そこで，求めた方策が均衡でない
ことを判定することを考える．つまり，相手が学習した方策
を固定して，学習させた方策（反応方策）が，元の方策より
高い報酬値を獲得すれば，元の方策は相手の方策に対する最
適反応でない，と判定する．この判定を以下の手続きにした
がってすすめる．

1. 学習済みの方策 (π1,π2)の組を考える．
2. それぞれの方策について反応方策 πR

1 と πR
2 を求める．

反応方策は学習済みの方策を片方のエージェントで固定
し，QPGで学習させることで求める．ここでエピソード
数は 10000回とした．

3. 次に，学習済みの方策 (π1,π2) で獲得する各エー
ジェントの報酬値 (r1, r2) と，学習済みの方策と
反応方策の組 (π1,π

R
1 ), (π

R
2 ,π2) が獲得した報酬値

(r1,1, r
R
1,2), (r

R
2,1, r2,2)を求める．

4. ここでの獲得報酬は各組について 10000 エピソードをプ
レイさせた結果の報酬値の平均とした．これは見間違い
の発生や行動選択のモンテカルロ誤差を小さくするため
である．

5. 最後に r1 と rR2,1，r2 と rR1,2 を比較することで最適反応
性を評価する．具体的には，この学習済み方策の報酬値
と反応方策の報酬値の差から，学習済み方策の最適反応
性を定量的に評価する．

図 6 は各手法ごとの学習済み方策と反応方策の報酬値の差
を示している．学習済み方策と反応方策の差は ri − rRi,−i と
し，これが負になると反応方策で報酬を改善したことになり，
元の学習済み方策が均衡を構成しないと判定できる．図 6 の
縦軸は報酬差を示しており，すべてのランダムシードとエー
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図 2: 2体の平均獲得報酬の推移 図 3: 相互協力率の推移
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図 4: NeuRMD:方策の推移
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図 5: NeuRMD:ロジットの推移

ジェントに関して箱ひげ図を作成し，四分位からの外れ値
をプロットした．その結果，報酬値の差の中央値はそれぞれ
QPGが 0.46× 10−3，NeuRDが 0.40× 10−2，NeuRMDが
0.35× 10−2 となり，NeuRD, NeuRMD, QPGの順に大きかっ
た．QPG は元々 QPG 同士で学習しているため，報酬値の差
が 0に近いのは自然であると考えられる．次に，NeuRDは最
も報酬値の差の中央値は大きいが，大きな外れ値が 60個中 6
個あるため，均衡戦略を安定的に学習しているとは言えない．
最後に，NeuRMDはその報酬値がすべて 0以上であり，大き
な外れ値もない．よって NeuRD より安定的に方策を獲得し
ているといえる．ここで，提案手法が従来手法である NeuRD
よりも平均値や中央値で劣るのは，突然変異項による探索の
影響であると考えられる．それでも，NeuRMDは協力的な均
衡に近い戦略を安定的に獲得しているといえる．

6 おわりに
本論文は，見間違えのある繰り返し囚人のジレンマの均衡

戦略に相当する方策を学習する手法として，進化ゲームでよ
く知られている突然変異付きレプリケータダイナミクスの
仕組みを行動の重み更新に導入した NeuRMD を提案した．
NeuRMDは非自明な協力的均衡戦略であるWSLSを，従来手
法より安定的に学習することを実験的に示した．一般に繰り
返し囚人のジレンマで常に裏切る戦略以外を学習させること
は難しいが，提案手法は，同じような構造を持つゲームにおい
て，プレイヤが相手を処罰する機構をもちながら協力する仕
組みを発見できることを示唆した．今後の課題として，2期以
上の記憶をもつケースの分析や，企業間の価格競争や企業の
参入／退出といった行動空間を大きくしたゲームの分析が挙
げられる．
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図 6: 反応方策との報酬差
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