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1.はじめに
近年，キャプション生成をはじめとする，画像と自然
言語間のマルチモーダル学習を行う研究が注目されてい
る．画像と自然言語の双方を扱うタスクとして，Visual

Question Answering（VQA）が挙げられる [1]．VQA

は画像とその画像に対する質問文が自然言語で与えら
れ，質問に対する正しい回答を自然言語で出力する問題
設定である．VQA自体のアーキテクチャや改善手法は
数多く提案されているものの，VQAにおけるラベル無
しデータの活用は行われていない．また派生タスクとし
て Visual Question Generation（VQG）[2]が提案され
たが，入力画像から質問と解答の双方を生成する手法は
存在しない．
本研究では，VQAにおける半教師あり学習のために，
画像に対して多様な質問解答ペアを生成するモデルの敵
対的学習を行う手法を提案する．半教師あり学習とは，
モデルの学習の際に正ラベル付きのデータに加えてラベ
ル無しのデータを利用することで，前者のみによる学習
よりも精度を高めることを目的とした手法である．図 1

に本手法のフレームワークの概観を示す．VQAにおい
ては，ラベル無しの画像に対して仮のラベル（Pseudo-

Label）として生成した質問解答ペアを付与することで，
合成データとして VQAモデルの学習に利用することが
出来るようになる．また本手法では，強化学習の手法で
用いられる勾配方策法（Policy Gradient）を取り入れる
ことで，質問解答ペア生成器を学習させている．
本研究では敵対的学習による生成手法に加えて，ベー
スライン手法やキャプションデータセットを活用した手
法から合成データを生成し，それらを VQAにおける半
教師あり学習によって比較検討する．

2.関連研究
Visual Question Answering（VQA）は，画像とその
画像に対する質問文が自然言語で与えられ，質問に対
する正しい回答を自然言語で出力する問題設定である．
2015年に提案された新しいタスクであり [1]，画像中の
シーンを理解し自然言語を出力しなければならない点で
はキャプション生成と共通しているが，質問文が与えら
れることによって，出力の制約がより強くなっている．
Visual Question Generation（VQG）は，入力画像に
対応するような質問文を出力する新しいタスクである．
VQG は VQA の逆問題として Mostafazadeh ら [2] に
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Fig.1: 本研究のフレームワークの概観

よって初めて提案された．Jain らは Variational Auto

Encoders（VAE）を用いて，画像に対して多様な質問
文を生成する手法 [3]を提案している．この手法では潜
在変数のサンプリング方法を様々に比較することによっ
て，多様性と正確性を両立する質問生成器を実現した．
ただし，これらの研究では解答の同時生成は行っておら
ず，学習データが少数のケースについては触れられてい
ない．
また，Liuら [4]は，VQAの派生タスクとして Inverse

VQA (iVQA) を提案している．これは入力として画像
と解答が与えられ，そのセットに対する適切な質問文を
生成する問題設定である．iVQAは本研究で提案する質
問解答ペア生成と近いタスクであるが，入力とする画像
と解答の組み合わせによっては正確な質問生成が困難と
なる場合があり，今回のように一枚の画像に対して多様
な合成ラベルを得たい場合には向かない手法と言える．
Chenらはある事前学習されたキャプション生成器を，
勾配方策法を用いた敵対的学習によって，別のキャプ
ションのドメインに適応させる手法 [5]を提案している．

3.提案手法
本研究では，VQA における半教師あり学習のため
に，画像に対して多様な質問解答ペアを生成するモデル
の敵対的学習を行う手法を提案する．少数の正ラベル
付きデータ（以下，Minimum Set とする）によって学
習された生成器によって，ラベル無しの画像に対して
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Fig.2: 本研究における敵対的学習の概観

Pseudo-Label として質問と解答を割り振る．これらの
組み合わせを合成データとし，正ラベル付きデータに加
えて VQAモデルに学習させることで，半教師あり学習
を行う．
画像に対応する質問解答ペアを一連の学習によって生
成するため，正ラベル付き学習データの前処理時に質問
文と解答を結合している．この際，質問と解答の区切り
として固有のトークンを設けている．質問文を生成した
後に固有トークンを出力し，その後解答を生成するとい
う形式を容易に学習させる．
VQAにおける半教師あり学習の設定でモデルの比較
評価を行うため，敵対的学習による手法に加えて，Long
short-term memory（LSTM）のみを用いたシンプルな
ベースライン手法と，外部データとしてキャプション
データを利用した Dense Captioningによる手法を用意
した．以下ではそれらの手法について述べる．
3.1.敵対的学習による生成手法
敵対的学習による質問解答ペア生成の手法の概観を図

2に示す．本手法の敵対的学習では，画像に対する質問
解答ペアの生成器と，そこから出力されるペアが VQA

データの分布に沿っているかどうかを識別する分類器
を交互に学習させる．すなわち Generator として質問
解答生成器を用い，Discriminatorとして Generatorの
出力が妥当かどうかを見分ける二つの分類器を用いる．
これらの詳細は後述する．敵対的学習を用いる利点は，
Generator の学習を行う際の入力として Pseudo-Label

を付与したいラベル無し画像を利用できる点と，損失計
算の際のサンプリングによって，出力されるペアの多
様性向上が期待できる点である．今回は敵対的学習が
進むにつれて，Generatorからラベル無し画像に対して
VQAデータの分布を再現しつつ多様な質問解答ペアが
生成されることを期待する．

3.1.1.Generator

以下，Generatorの入力となる画像を x，出力となる
固定長の文章を y = [y1, ..., yt, ..., yT ]とし，T は文に含
まれる単語数，yt は各単語であるとする．キャプション
生成においてよく用いられる CNN-LSTM 型の生成器
の学習では，目的関数 J(θ)は以下のように表される．

J(θ) = −
N∑

n=1

T∑
t=1

logπθ(ŷ
n
t |xn, ŷn

t−1)

ここで ŷn
t−1 = [yn1 , ..., y

n
t−1] であり，πθ(ŷ

n
t |xn, ŷn

t−1)

は，事前に xn, ŷn
t−1 が与えられた際にパラメータ θ を

持つ生成器が ŷnt を出力する確率である．また，ŷ は x

と紐付いた文章の Ground Truth であり，N は総デー
タ数を表す．本手法では文章生成器の最適化を敵対的学
習を用いて行うため，目的関数として，強化学習の手法
で用いられる勾配方策法（Policy Gradient）の目的関数
を用いた．この目的関数は以下のように表される．

J(θ) =

N∑
n=1

T∑
t=1

Eyn
t
[πθ(y

n
t |xn,yn

t−1)Q((xn,yn
t−1), y

n
t )]

ここで Q((xn,yn
t−1), y

n
t ) は State-Action Rewardで

あり，State (xn,yn
t−1) において Action ynt を選択した

時の報酬値を表す．今回は文章生成器のケースを考える
ため，Actionを選択することは出力する単語を選ぶこと
に等しい．従って，Policy Gradient を用いた文章生成
器の最適化では，各単語出力時の State-Action Reward

がより高い値となるような，モデルのパラメータ θ を学
習によって探索することを行う．State-Action Reward

の設計については次節以降で述べる．
3.1.2.Text Discriminator と Pair Discriminator

本手法では，二種類の Discriminatorを使用する．一
つは Text Discriminator であり，入力文章が生成され
た偽のものであるか，そうでないかを判定する二値分類
器である．もう一つは Pair Discriminatorであり，入力
の画像と文章ペアが正しく紐付いたものであるか，紐付
いていないものであるか，それとも生成された偽のもの
であるかを判定する三値分類器である．
Pair Discriminator の学習では，Minimum Set 内
の画像質問解答の組に paired ラベルを，Minimum

Set 内のランダムな画像と QA の組に unpaired

ラベルを，ラベル無し画像とそれに対する Gen-

erator の出力の組に generated ラベルを付与し，
Ground Truth として用いる．Pair Discriminator

の Softmax 層の出力は Ppair(class|x,y), class ∈
{paired, unpaired, generated} となる．各教師データ
に対する Softmax 層の Cross-Entropy を損失として，
三値分類を正しく行えるように Pair Discriminator の
モデルパラメータの最適化が行われる．
Text Discriminatorの学習では，Minimum Set内の
質問解答文に real ラベルを，ラベル無し画像に対する
Generatorの出力文章に fakeラベルを付与し，Ground

Truth として用いる．Text Discriminator の Softmax

層の出力は Ptext(class|y), class ∈ {real, fake} とな
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る．Pair Discriminatorと同様に入力文章の二値分類を
正しく行えるようにモデルパラメータが最適化される．
二つの Discriminatorの出力から，Rewardは R(·) =

Ppair(paired|·)×Ptext(real|·)と表される．そして，こ
れがバッチ中の全 State-Action について平均されたも
のが Q(·)となる．

Q((xn,yn
t−1), y

n
t ) ≃

1

K

K∑
k=1

R([yt−1, yt,y(t+1):Tk
]|x)

ここで，K はRollout Samplingの数である．Rollout

Samplingでは，各 State-Actionから Tk まで生成され
る文章をサンプリングし，それらの Rewardの平均をそ
の時点の State-Action Rewardとして近似している．
3.2.Dense Captioningを用いた手法
Johnson らが提案した Dense Captioning[6] は，画
像中のオブジェクトに対応する多様なキャプション
を生成する手法である．この手法を用いてラベル無
し画像に多種のキャプションを付与し，それらを質
問文に変換することで合成データとするのが本手法
である．Densecap の事前学習済みモデルは学習デー
タとして Visual Genome データセット [7] の Region

Descriptionsを用いているため，本手法で生成された合
成データによる学習は半教師あり学習ではないが，外部
データが利用できる場合の精度を確かめるために今回の
実験で実装を行った．Densecap によって生成される肯
定文を質問文へと変換するため，今回は Ren らの手法
[8]中で使われている方法を用いた．

4.実験
本研究の実験では，提案手法の章で述べた各手法によ
る半教師あり精度を比較する．各手法からラベル無し画
像に対して質問解答ペアを生成させ，その組み合わせを
合成データとして，Minimum Set に加えて VQA モデ
ルに学習させた精度を半教師あり精度とする．本実験で
は VQA データセット [9] を用いた．本章では，本実験
で用いたデータセット，VQAデータに対する前処理，ま
た各学習ステップで用いたパラメータについて述べる．
4.1.実験の詳細

4.1.1.前処理
本実験では敵対的学習による手法とベースライン手
法において，VQAデータ中の登場頻度が低い単語を削
減し，LSTM を学習させる際の Vocabulary を 10,067

単語に固定した．この中には文章の開始を示す BOS

（Begin-of-Sentence）トークンと文章の終わりを示す
EOS（End-of-Sentence）トークン，質問と解答の区切
りを示す固有トークンが含まれている．
また，ペアとして学習に利用できる VQA データ

658,111 件を Training 604,940 件，Validation 53,171

件に分割し，Training Set の内の 30,000 件を半教師あ
り学習で利用できる正ラベル付きのMinimum Setとし
た．最終的に合成データを加えた半教師あり精度の評価
は Validation Setによって行った．

4.1.2.事前学習
本実験で質問解答ペアの生成器として用いたのは，

CNN-LSTM 型の文章生成器であり，CNN によって抽
出された画像特徴量が LSTM の初期ステートに入力さ
れる形を取る．LSTM の Hidden State 数は 512 とし
た．また，LSTMの入力として用いる画像の特徴量は，
事前学習済みの Resnet-101 による pool5 層特徴量と
した．
最適化手法には Adam を選択し，Minimum Set に
よって学習させた．Minimum Setは事前学習に加えて，
敵対的学習の際の Discriminatorの学習にも利用してい
る．この学習で Validation 精度の最も高いモデルを敵
対的学習の事前学習済みモデルとし，ベースラインの手
法とし本実験の比較に加えた．

4.1.3.敵対的学習
敵対的学習においても最適化手法は Adamを用い，初
期学習率は 5× 10−5 とした．Rollout数は K = 3とし
たため，Batch Size を B，Sentence Length を S とす
ると，各バッチごとにK ×B × S 個の State-Action値
Q(·)が計算される．
敵対的学習においてはGeneratorとDiscriminatorの
学習を交互に行う割合を，目的関数に対する最適化が
安定するように選ぶ必要がある．本実験では Generator

の学習を 1 iteration 行う間に，Text Discriminator と
Pair Discriminatorの学習を 20 iteration行った．

4.1.4.半教師あり学習
半教師あり学習を行い VQA 精度を比較するために，
本実験ではBottom-Up AttentionとTop-Down Atten-

tionを用いた既存の VQAモデルを利用した．
合成データを生成する手法との比較のため，上限値
として VQA データセットの Training Set を全て学習
させた精度と，Minimum Set のみを学習させた精度を
求めた．ベースライン手法，敵対的学習による手法，
Densecapによる手法それぞれによって生成された合成
データを，Minimum Set に加えて VQA モデルに学習
させた精度を，各手法の半教師あり精度として本実験の
比較に用いる．
ラベル無し画像と，それに対して生成された質問解答
ペアの組み合わせを合成データとする．ここで言うラベ
ル無し画像とは，Training Setに含まれ，かつMinimum

Setでは使用されていない VQAデータセット内の画像
を指す．
4.2.結果
本実験によって得られた半教師あり精度の比較を表 1

に示す．この表における Upper-boundとは，利用でき
る VQAデータを全て学習させた場合の VQA精度であ
る．上限値とMinimum Setのみを用いた精度には 13%

以上の開きがあるものの，敵対的学習による合成データ
を用いた結果はMinimum Setのみを用いた精度を下回
る結果となった．ベースライン手法による手法，敵対的
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表 1: 各手法による VQA精度の比較

Method VQA Accuracy

Baseline 45.14

Adversarial Training 46.17

Minimum-Set Only 48.90

Densecap 49.96

Upper-bound 62.09

Fig.3: 各手法によって生成された質問解答ペアの例

学習による手法ともに，生成される合成データの解答に
正しくないものが含まれていることが，学習時にノイズ
として働いて精度を下げる原因となっていると思われ
る．加えて，敵対的学習による手法の現時点での問題と
して，Minimum Setに含まれない新規の質問文（Novel

Question）を出力できる確率が低いことが挙げられる．
各手法による合成データの多様性を定量的に比較するこ
とについては，今後の課題とする．
一方で外部データで学習された Densecapを用いた手
法は，Mininum Setによる精度を 1.06%上回った．こ
の手法では，外部データを有効活用した新規の質問解答
ペアが精度向上に寄与していると考える．
各手法によって実際に生成された質問解答ペアの例を
図 3に示す．VQAデータセットの質問解答ペアを比較
すると，敵対的学習による手法では多様な質問解答ペア
を生成できていることが見て取れるが，誤った解答も含
まれている．Densecap を用いた手法では，画像に対し
て定型的でシンプルな質問と解答のペアを生成できてお
り，多様性は低いが，解答の誤りは殆ど存在しなかった．
そのため，敵対的学習による手法と比較して高い精度が
観測された．

5.むすび
本研究では，VQAにおける半教師あり学習のために，
画像に対して多様な質問解答ペアを生成するモデルの敵
対的学習を行う手法を提案した．入力画像に対して複数

の質問を生成する研究は既に幾つか存在するが，画像に
対応する質問解答ペアを一連の学習によって生成する手
法は存在しない．また VQAの分野における半教師あり
学習の設定でモデルの評価を行う点も，本研究の新規性
の一つである．
各モデルから生成された質問解答ペアを合成データと
して半教師あり学習の精度を比較した．実験の結果，敵
対的学習による手法はベースラインを上回ったが，正ラ
ベルのみを用いた学習結果を下回る精度となった．一方
で，キャプションが利用できることを仮定したDensecap

による手法は，正ラベルのみの精度を上回った．
今後の課題としては，Densecap を用いた手法を手が
かりにキャプションを有効活用した生成手法の提案や，
質問により正確に対応した解答を生成する方法の検討，
テンプレート生成によるタスクの細分化などが考えら
れる．また今回比較に用いた半教師あり精度の他に，
Novel Question 数や Unique N-gram 数による多様性
の比較も検討したい．
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